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Summary
Argumentation-based dialogue systems, which can handle and exchange arguments through dialogue, have

been widely researched. It is required that these systems have sufficient supporting information to argue their claims
rationally; however, the systems do not often have enough information in realistic situations. One way to fill in the gap
is acquiring such missing information from dialogue partners (information-seeking dialogue). Existing information-
seeking dialogue systems were based on handcrafted dialogue strategies that exhaustively examine missing informa-
tion. However, these strategies were not specialized in collecting information for constructing rational arguments.
Moreover, the number of system’s inquiry candidates grows in accordance with the size of the argument set that the
system deal with. In this paper, we formalize the process of information-seeking dialogue as Markov decision pro-
cesses (MDPs) and apply deep reinforcement learning (DRL) for automatic optimization of a dialogue strategy. By
utilizing DRL, our dialogue strategy can successfully minimize objective functions: the number of turns it takes for
our system to collect necessary information in a dialogue. We also proposed another dialogue strategy optimization
based on the knowledge existence. We modeled the knowledge of the dialogue partner by using Bernoulli mixture
distribution. We conducted dialogue experiments using two datasets from different domains of argumentative dia-
logue. Experimental results show that the proposed dialogue strategy optimization outperformed existing heuristic
dialogue strategies.

1. は じ め に

論証とは適切な論拠に基づいて結論を主張するもので

あり，論証に基づく対話とは対話参与者との論証のやり取

りによって成り立つような対話である [Black 09, Parsons
02, Parsons 03]．一般的に，論証は主張とそれを支持す

る事実（証拠）から構成される．合理的な論証を行うた

めには，適切な事実に支持された主張を提示する必要が

ある．例えば，裁判において検察が，「被告人は窃盗の罪

で有罪である．」という主張を論証によって提示するとき，

「被告人が商品を盗んでいるのを見た目撃者がいる．」の

ように主張を十分に支持する事実を添えて，合理的な論
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証として提示する．このような論証能力を持つ対話シス

テムを論証対話システムと呼び，近年その実用化に向け

た取り組みが行われている [Higashinaka 17]．

これまでの論証対話システム [Amgoud 00, McBurney
01, Parsons 02, Parsons 03]は，多くが合理的な論証に必
要な根拠となる事実を予め保持していることを仮定して

いた．しかし実際には，システムは合理的な論証の構築

に必要な事実を予め保持していないことも多く，こうし

た事実を収集する能力が必要である．システムが主張を

支持する事実を収集する方法として，人間と同様に対話

中にこれらの事実を他の対話参与者などから獲得する方

法が考えられる．例えば，「被告人は窃盗の罪で有罪であ

る．」と主張するために必要な事実が欠落している場合

を考える．このとき，目撃者などに「被告人が何かを盗

むのを見なかったですか？」などの質問を行い，論証に

必要な事実の収集を試みることが考えられる [Groothuis
00]．こうした事実収集の過程は，一般的には情報探索対
話 [Walton 95]として知られている．

論証構築のための情報探索対話における先行研究では，

その多くが全ての事実を網羅的に問い合わせるヒューリ

スティクスに基づく対話戦略を用いている [Fan 12, Fan
15, Parsons 02]．しかし，一般に情報探索対話を行う場
合には対話時間の制約などから問い合わせ回数には制限

がある [Williams 07]．そこで質問者は，主張すべき内容
やすでに自身が知っている事実に応じて，できるだけ早

く合理的な論証を構築するため質問相手から収集する事

実を取捨選択する必要がある．このように，考慮すべき

事柄に対して対話システムが取るべき戦略を最適化する

ことを対話戦略最適化と呼ぶ [Litman 00]．

またシステムが取る対話戦略においては，回答者が持

つ知識の偏りや事実間の関係を考慮して，効率的な問い

合わせを行う必要もある．例えば，「被告人が窃盗の罪で

有罪である」という主張を行おうとする場合，「被告人が

盗難にあった物品を保持していた」という事実は主張に

対する強い事実となりうるが，この事実がほぼ観測され

ないという事前知識を持つ場合には，この事実に対する

問い合わせの優先度は低くなる．また同様に，「被告の家

の近くから盗難にあった物品が発見された」という事実

を既に収集している場合，「盗難にあった物品から被告の

指紋が発見された」という事実は，組み合わせによって

主張を強力に支持する可能性がある．そこで本研究では，

こうした対話における制約やコスト，回答者の知識の偏

りや事実同士の関係を考慮した情報探索対話戦略の最適

化を行う．

本研究では，合理的な論証構築のための情報探索対話

をマルコフ決定過程 (MDPs)を用いて定式化し，深層強
化学習の一つである Double-DQN (DDQN) [Van Hasselt
16]を適用することで，合理的な論証をより少ない問い合
わせ回数で構築するような最適対話戦略を獲得した．加え

て，情報探索対話における回答者の知識を混合 Bernoulli

図 1 合理的な論証構築のための情報探索対話の概要

分布を用いて予測し，より効率的に事実の収集を行うよ

うな対話戦略を構築した．実験により，これらの学習さ

れた対話戦略が，幅優先探索や深さ優先探索といった既

存のヒューリスティクスに基づく対話戦略よりも，効率

的に合理的な論証を構築できていることを複数の対話ド

メインにおいて確認した．

2. 論証構築のための情報探索対話

本章ではまず，本研究で対象とする論証構築のための

情報探索対話を定義する．次にシステムが論証を構築す

る過程について述べ，最後に論証の合理性を評価する方

法について述べる．

2 ·1 論証構築のための情報探索対話の定式化

本研究で対象とする対話は情報探索対話に分類される．

その概要を図 1に示す．本対話の流れとしてまず，質問
者 Queは特定の主張を含む論証を提示しようとするが，

現時刻では，主張を支持する十分な事実が欠落している．

そこで，Queは回答者 Ansに対して質問を行って，こ

れらの事実を収集することを試みる (質問 a)．Ansはこ

の質問に対して，対応する事実を自身の知識KA に保持

していれば，これを応答として返す (回答 q)．なお，本
研究では事実を知っているか知らないかの二通りのうち

いずれかの返答を Queに返すことを仮定する．そして，

Queは応答から得られた事実により，自身の知識KQを

更新する．ここで，KA，KQ はいずれも事実の集合で

ある．

論証は主張αとその根拠Φの 2つ組 ⟨Φ,α⟩によって表
現される．Φは論理式によって表現される事実と推論規

則の集合であり，αは事実である．本研究では事実と推

論規則を次のように定義する．原子論理式 p1...pn, q を

用いて p1 ∧ ...∧ pn→ qと表現できるもののうち，n = 0

のもの，すなわち qを事実と呼ぶ．また，それ以外のも

のを推論規則と呼ぶ．さらに，論証には収集した事実だ
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図 2 質問者 (システム)によって構築される論証の例

けでなく，適宜補完された仮説も事実として根拠に含め

ることを許す [Dung 09]．図 2において論証の例を示す．
ここで αは主張となる事実 q1 であり，Φは 2つの事実
(q3 と q4)，2つの仮説 (asm(q2)と asm(q5))，そして，2
つの推論規則 (l1と l2)から構成される．なお，asmはそ
の事実が仮説されていることを表す記号である．また，l1
は「3つの事実 q2，q4，q5が真のとき，q1が真である．」，

l2 は「事実 q3 が真のとき，q2 が真である．」という推論

規則を示す．ここで，q2 と q5 はKQ に含まれていない

ため，仮説として論証に含まれている．

主張を α とするような論証 ⟨Φ,α⟩ は，KQ によって

Φ =KQ ∪H として構築される．ここで H は次を満た

すような仮説である．

arg minH∈HE({α}∪KQ ∪H), (1)

s.t., KQ ∪H |= α,{α}∪KQ ∪H ̸|= ⊥.

なお，H は仮説候補である ∗1．また E は推論モデルに
おけるコスト関数を表し，E({x,y, . . .})は，x,y, . . .が同
時に真となる蓋然性が高い場合に小さい値を取る [Char-
niak 90]．本研究では，推論モデルとして重み付き仮説推
論 [Hobbs 93, Inoue 11, Ovchinnikova 14]を用いた．本
研究では，論証 ⟨Φ,α⟩の合理性はコスト関数 Eを用いて
計算される．コスト関数を用いた合理性の具体的な計算

方法については 2 ·2節に示す．

2 ·2 論証の合理性

本研究では重み付き仮説推論の先行研究 [Ovchinnikova
14]に従い，論証の合理性を次のように算出する．

R(Φ,α) = (min
H′

E({α}∪H ′)

+min
H′′

E(KQ ∪H ′′))−E({α}∪Φ). (2)

∗1 |= は右項が左項から導出可能であること，∪ は和集合をそ
れぞれ示す．また，KQ に含まれる推論規則のうち α の導出
に不要な推論規則は適宜 Φ から除外される．

ここで，重み付き仮説推論で使用されるコスト関数を E
として使用する [Hobbs 93, Inoue 11]．このコスト関数
E({x,y, . . .})の値が小さくなればなるほど，事実の集合
{x,y, . . .}が同時に真である蓋然性が高くなる．式 (2)は
主張 αと Queが持つ知識KQ が同時に真である場合の

コストの和を取り，そこから主張 α が根拠 Φ によって

支持されるのにかかるコストとの差を取っている．ここ

で，論証が複雑になる場合 E({α}∪Φ)の値が大きくな
り，全体の合理性 R(Φ,α)が低くなる．本研究では，コ
スト関数 Eによるコストの計算には，高速推論エンジン
Phillip∗2 を用いた．

3. 合理的な論証構築のための情報探索対話の
最適化

本章ではまず，合理的な論証構築のための情報探索対

話の定式化をMDPsで行う．その後，定式化された情報
探索対話における最適対話戦略を学習するため，深層強

化学習手法の一つである DDQNを適用する方法につい
て説明する．また，論証の過程だけでなく，ユーザが持

つ知識の偏りを考慮する手法として，混合 Bernoulli 分
布を利用する手法について説明する．

3 ·1 強化学習を用いた情報探索対話の最適化

§ 1 MDPsに基づく定式化
本研究ではMDPsにおける表記方法として，時刻 tに

おける質問者 Que の内部状態を s(t) ∈ S，Que がとる

行動を a(t) ∈ A(s(t))，Queに与えられる報酬を r(t) ∈ R
としてそれぞれ使用することとする．

a(t) は Queが Ansに対して行う質問に相当する．本

研究ではある事実を Ans が知っているか知らないかを

確認することを 1つの行動として定めるため，行動空間
A(s(t))は質問候補となる事実の集合として表現される．

a(t) は質問対象となる事実のインデックスとして表現さ

れる．ただし，本研究ではQueは一度行った質問を後で

繰り返すことができないものとする．つまり，質問 a(t)

に応じて Ansが返した q(t) の結果により s(t+1) が更新

される．

s(t) は， (1) Queが現時刻 tまでに取った行動の履歴，

(2)現時刻 tまでに収集した事実の集合，(3)現時刻 tに

おいて構築している論証の合理性，の 3つからなるQue

の内部状態を表現する．なお s(0) は Queの内部状態に

おける初期状態である．(1) 行動履歴 は 2 値ベクトル
v
(t)
h ∈ {0,1}|A(s(0))| として表現される．(2) 収集した事
実の集合 {q(1), q(2), ..., q(t′)}(t′ ≤ t) は bag-of-words に
ならい，収集し得るすべての事実に各要素が対応する 2
値ベクトル v

(t)
q として表現される．すなわち，v

(t)
q の各

要素は 0で初期化され，各要素に該当する事実が収集さ

∗2 https://github.com/kazeto/phillip
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れると，その要素は 1となる．(3) Queの論証の合理性は

2 ·2節で述べた方法で算出された合理性の値 R(Φ(t),α)

を一次元のベクトルに変換して v
(t)
R = [R(Φ(t),α)] とし

て用いる．最終的に，上記 (1) ～ (3)において表現され
る 3つのベクトルを連結し，次のような s(t) を表現する

ベクトルを定義する．

s(t) = [v
(t)
h ⊕ v(t)q ⊕ v

(t)
R ]. (3)

なお，⊕はベクトル同士の連結を表現する．
報酬 r(t) は，より合理的な論証をより少ない質問回数

で構築できた場合を評価するため，次のように設計する．

r(t) =

{
rtime + rgoal (ΘR ≤ R(Φ(t),α)

rtime (otherwise)
.

ここで，rtime は時間経過に相当して毎時刻与えられる一

定の負の報酬で，より少ない質問回数で合理的な論証を

構築するような対話戦略をより評価するために与えられ

る．rgoal は，Queが質問回数の上限回数 (Tlimit) に達す
るまでに，合理性が予め定められた一定の閾値 ΘR を上

回る論証を構築することができた場合に与えられる正の

報酬を表している．

§ 2 DDQNによる最適対話戦略の導出
MDPsにおける対話戦略は，状態 s ∈ S において行動

a ∈ A(s)をとる確率 π(a|s)として表現される．強化学習
は，将来の報酬期待値を最大化するような戦略 π∗を学習

することを目的とする．本研究ではπ∗の学習にはDDQN
を利用する．DDQN [Van Hasselt 16]はQ学習 [Watkins
92]に基づく深層強化学習の手法の 1つである．Q学習で
は，行動価値関数 (Q関数)を更新することで π∗ を学習

する．Q関数は s(t)と a(t)のペアについて将来の期待累

積報酬値を返す関数である．なお，Q関数は一般に，忘
却率を γ として，

Qπ(s(t),a(t)) = Eπ

[ ∞∑
i=0

γir(t+i)

]
(4)

として計算される．Q学習は Q関数に従い行動・観測を
サンプリングし，以下の式で更新を行う．

Y Q(t)

= r(t+1) + γmax
a′∈A

Q
(
s(t+1),a′;θ(t)

)
(5)

(1−α)Qπ(s(t),a(t))

← Qπ(s(t),a(t))+α(Y Q(t)

−Qπ(s(t),a(t))) (6)

ここで αは学習率である．

DDQN ではニューラルネット (Q-network) を用いて
Y Q(t)

を近似する．すなわち，エージェントの属する環境

において，s(t)を起点とした行動，状態遷移，報酬の4つ組
⟨s(t),a(t), r(t+1), s(t+1)⟩ が観測されたとき，Q-network

は次に示す Y DDQN(t)

を教師信号としてパラメータを更

新する．

Y DDQN(t)

= r(t+1) + γQ(s(t+1),arg max
a′∈A

Q(s(t+1),a′;θ(t));θ(t)−).

(7)

ここで，θ(t)および θ(t)
−
は時刻 tにおけるQ-networkの

パラメータである．θ(t)
−
は教師信号の計算に使用され，

θ(t) は教師信号の計算時の行動選択に使用される．ここ

で 2種類のパラメータ θ(t) と θ(t)− を用いる理由は，Q-
networkにおける価値関数のバイアス（Overoptimism）を
緩和するためである．θ(t)は学習の過程で更新し，θ(t)−は

一定時間ごとに θ(t)の値をコピーすることで更新する．学

習時のサンプリングにおいては，時刻 tにおけるエージェ

ントの行動 a(t) ∈ A(s(t))を確率 εでランダムに選択し，

残りの確率 1− εで arg maxa(t)∈A(s(t))Q(s(t),a(t);θ(t))

に従って選択する，ε-greedyと呼ばれる手法を用いる．こ
の行動に対して環境から得られる次の状態 s(t+1)と報酬

r(t+1) を式 (7)に与えることでパラメータの更新を行う．
また，Q-networkが収束した後は π∗ は

arg maxa(t)Q(s(t),a(t);θ∗(t)) (8)

によって得られる．本手法では，この結果得られた π∗に

従い行動選択を行う．

3 ·2 混合Bernoulli分布を用いた情報探索対話の最適化
3 ·1節で述べた手法は，回答者Ansが持つ知識の偏り

を考慮していない．これに対し，回答者の知識KA に含

まれる事実の分布が一定であるという仮定のもと，KA

の分布を構築する手法が考えられる．これにより，Ans

が保持している可能性の高い事実から順に問い合わせる

ことで，事実の収集に失敗する回数を減らしつつ証拠と

なる事実を効率的に収集することができると考えられる．

本研究では，Ansの知識に含まれる事実を混合Bernoulli
分布を用いてモデル化する．

この手法では，3 ·1節で述べた手法のように合理性の
上昇を直接最適化の対象とするのではなく，問い合わせ

の成功率を向上させることに焦点を置いていると見なす

ことができる．

§ 1 混合 Bernoulli分布を用いた知識分布の推定
混合 Bernoulli分布による回答者の知識 KA の生成モ

デルは式 (9)のように表現される．

p(x;ρ,µ) =

K∑
k=1

ρk

|x|∏
j=1

µ
xj

j,k(1−µj,k)
1−xj ,

s.t. 0 ≤ ρk ≤ 1,

K∑
k=1

ρk = 1,0 ≤ µj,k ≤ 1. (9)
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ここで，K は混合 Bernoulli分布における混合数である．
また，各事実候補 xj を含むベクトル xの次元数を，対

話中に出現しうる全ての事実の個数として，xを固定長

ベクトルとして扱う．以降，xの次元数および対話中に

出現しうる全ての事実の個数を |x|として表記する．µ

は K × |x| のパラメータ行列で，µj,k は µ はこの行列

における各要素のスカラー値である．混合係数ベクトル

ρ = (ρ1, . . . , ρK)によって Bernoulli分布が線形重ね合わ
せとして混合される．本モデルでは，回答者の知識KA

がこの分布に従ってサンプリングされた一定個数の事実

からなるという仮定を置く．なお，回答者の知識KAは，

3 ·1 ·1節で述べた v
(t)
q のように 2値ベクトル xとして表

現される．すなわち，xは事実 qiがKAに含まれている

ときのみ第 i成分 xiが 1となり，それ以外は 0となるよ
うなバイナリベクトルである．

§ 2 混合 Bernoulli分布を用いた対話戦略の決定
本手法では，事実の存在が混合 Bernoulli 分布の重ね
合わせによって生成されることを仮定しているため，観

測結果から最尤の分布パラメータ µ および ρ を推定す

る必要がある．このパラメータ推定に EMアルゴリズム
[Dempster 77]を用いる．
推定されたパラメータを用いて，Queはこれまでの問

い合わせで得られた事実の集合 T+ から，問い合わせ候

補となる事実の事後確率 p(xi|T+;µ,ρ)を算出する．こ

れを最大化するような問い合わせ事実 qiを決定し，次の

ターンにおける問い合わせの対象とする．

混合 Bernoulli分布による対話戦略では，DDQNによ
る対話戦略とは異なり，どの事実がどれだけ合理性の上

昇に寄与するかを考慮しておらず，回答者が保持してい

る可能性の高い事実を順に問い合わせるのみである．こ

うしたモデルは，問い合わせの成功回数が合理性の上昇

と高い相関を持っているような単純なタスクで，より効

果が期待できる．一方で，複雑な事実の組み合わせを考

慮する必要があるような場合は，この手法では対応が難

しい．

また，学習時に推定すべき混合 Bernoulli 分布のパラ
メータの総数は，K × (|x|+1)− 1個となり，対話中に

出現する事実の個数 |x|が膨大になる場合に学習が困難
となる．そこで本研究では，重み付き仮説推論における

仮説Hの導出時に最終的に得られた解グラフと呼ばれる
グラフを用いて，学習時に論証の合理性の上昇に寄与す

ると考えられる事実を推定し，|x|の次元数を削減すると
ともに，問い合わせ候補を限定した (premise selection)．
ここで解グラフとは，重み付き仮説推論の入力となる観

測済みの事実および解の導出時に仮説される事実をノー

ドとするグラフである．

本研究では，学習データ中のいずれかの解グラフにお

いて主張となる事実から到達可能な事実のみを論証の

合理性の上昇に寄与した事実とみなし，それ以外は混合

Bernoulli分布での推定対象から除外した．したがって，

premise selectionによって除外された事実の分だけ |x|は
削減され，EMアルゴリズムでの推定対象とするパラメー
タ数も削減される．このパラメータ削減は常に用いるこ

とができるものではなく，本提案手法は適用可能範囲が

より限定されていることに留意する必要がある．

4. 評 価 実 験

本研究では評価実験のため，学習用，評価用の KQ，

KA として 2種類のドメインにおいて事実と推論規則の
集合を構築した．本章ではまず，評価実験における KA

として使用するために構築した事実集合と，KQ として

使用するために構築した推論規則の集合について述べる．

また，それらを用いて行った評価実験について述べる．

4 ·1 法廷審理ドメイン

最適対話戦略の学習と評価のために，Twelve Angry
Men dataset [Cabrio 14]より事実および推論規則を構築
し，最適対話戦略の学習と評価に使用した．

Twelve Angry Men datasetはテレビドラマ「12人の怒
れる男」の作中で，12人の陪審員が殺人事件の犯人とし
て起訴された少年の無罪を結論付けるまでの議論を基に

作成された論証データセットである．本データセットは，

議論の過程で出現した発言のうち 80ペアの発言につい
て，支持もしくは反論の関係をアノテーションしたもの

である．本研究では，ここから次のようにして，評価実

験用の事実と推論規則の集合を構築した．

(1) 発言ペアに含まれる 2つの発言を，それぞれ原子
論理式で表現される事実とみなし，utt1，utt2と

する．

(2) 両者の関係を支持，反論に応じて，utt1→ utt2

というように推論規則に変換する．

上述の手順に従い，160 種類の事実と 80 種類の推論規
則をデータセットから抽出した．さらに，抽出された推

論規則を複数個組み合わせた．例えば，utt1→ utt4，

utt2→ utt4，utt3→ utt4という 3つの推論規則
がデータセットから抽出されたとき，これらを組み合わ

せて，

utt1∧utt2∧utt3→ utt4.

という新しい推論規則を構成した．このとき，新しい推

論規則の構成に用いられた論理式は消去した．図 2 の
論証に用いられる推論規則を取得する場合を例に説明す

る．utt1「少年は危険な殺人犯ではない」という発話

が utt4「少年は無罪である」という発言を支持してい

るとアノテーションされている場合，これらの発話から

utt1→ utt4という規則を生成する．また，utt2「老

人は叫び声を聞いていない」，utt3「女性は少年が刺し

ているのを目撃していない」という事実がそれぞれ utt4

を支持しているとアノテーションされている場合，utt1-
utt3の全ての事実から utt4が導かれるという推論規
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則を構築する．ここから重複したものを削除し，最終的

に 122種類の事実と 72種類の推論規則が抽出された．こ
の 122種類の事実には，回答者Que（システム）の主張

となる「少年は無実である．」という事実を含む．

抽出された 72種類の推論規則の集合はKQとして，各

対話の開始時にQueに与えられ，Queの質問候補は主張

を除く 121種類の事実 (q1 ∼ q121)となる．また，121種
類の事実からランダムに 20種類の事実を選択してKAと

したものを，550パターン作成し，そのうち 500パター
ンを最適対話戦略の学習に，残りの 50パターンを学習
された最適対話戦略の評価に使用した．ここで学習とは，

DDQNにおける戦略 π∗の導出，および混合Bernoulli分
布モデルにおける EMアルゴリズムによるパラメータ µ

および ρの推定を指す．ただし，上記の 550パターンに
は，選択された 20種類全ての事実を用いて論証を構築
しても合理性が 0.7 (= ΘR)を下回るようなものは含まれ
ないようにした．

各対話開始時に，これらからランダムに選択されたKA

によって Ans の知識を初期化する．Que は Ans に対

して質問を行うことで，「少年は無実である．」を主張 α

とする論証を構築するための事実を KA から収集する．

Queは各ターンで収集された事実に基づき，論証の合理

性 R(Φ(t),α)を計算する．合理性が閾値を超えた段階で

対話は終了する．

本研究では DDQNを用いてQueの対話戦略を最適化

するために，Ansのシミュレータを使用した．シミュレー

タはQueから質問を受けたとき，該当する事実が，対話

開始時の初期化で与えられたKA に含まれていればそれ

を返し，含まれていなければ「知らない」と返す．なお，

本研究においては，Ansの役割は質問に対して該当する

事実を応答として返すのみであり，問い合わせ事実に対

する認否だけを回答することが許されている状況ではシ

ミュレータによる Ansと人間による Ansの振る舞いに

は大きな違いはないと考える．

§ 1 実験設定

評価実験においては，DDQNおよび混合 Bernoulli分
布に基づく最適対話戦略を，3つのベースライン手法と
比較した．本項ではこれらのベースライン手法と実験設

定について述べる．

ランダム戦略

Ansにランダムに質問を行う対話戦略．ただし，推

論規則における導出関係を用いて冗長な行動は枝刈

りした．

ルールベース (深さ優先探索: DFS)対話戦略
[Fan 12]で定義された深さ優先探索結果に従って行
動選択を行う対話戦略．本対話戦略では，システム

は無向グラフである事実グラフ (fact graph: FG) 上
を深さ優先探索を行って行動選択を行った．ここで，

FGはシステムにKQ として与えられた推論規則に

出現する事実をノードとし，推論規則における導出

図 3 法廷審理ドメインにおける評価実験で使用した fact graph (FG)
の例の一部.

関係をエッジとするような無向グラフである．例え

ば，KQ 中に p1 ∧ p2→ q という推論規則が含まれ

るとき，FG上には p1，p2，q の 3つのノードが含
まれ，p1 と q の間，p2 と q の間にそれぞれエッジ

が張られる．図 3に法廷審理ドメインにおける評価
実験で使用した FGの一部を示す．実際に使用され
た FGは Twelve Angry Men datasetから抽出された
122の事実と 72の推論規則から生成される．
本研究では，システムの主張に当たる事実に該当

するノードを深さ優先探索の始点とした．なお，深

さ優先探索中に各ノードにおいて，次に探索対象と

する隣接ノードはランダムに決定した．実際の対話

戦略においては，選択されたノードに対応する事実

の問い合わせを行う．

ルールベース (幅優先探索: BFS)対話戦略
DFS に基づく対話戦略と同様に FG の幅優先探索
(BFS)結果に従って質問を行う対話戦略．なお，幅
優先探索中に同一の深さのノードはランダムに展開

した．

DDQNの学習に基づく対話戦略
DDQNによって学習された対話戦略．DDQNの学習
は，システムをQueとし，シミュレータであるAns

と対話させることによって行った．学習時の各対話

の開始時には学習データに含まれる 500パターンの
KA から一つを選んで Ansの知識KA を初期化し，

評価時は，同様に各ドメインにおいて評価データに

含まれる 50パターンの KA から 1つを選んで KA

を初期化した．

使用した Q-networkは式 (3)で定義されるベクト
ルを入力とし，2層の非線形隠れ層と行動価値関数
の値を出力する 1層の線形出力層からなる．2層の
隠れ層はそれぞれ hyperbolic tangent を活性化関数
とする 50のユニットから構成される．ε-greedy探
索は学習開始時は ε = 0.1として開始し，100000行
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動目までに，ε = 0.01まで減衰させた．学習時の期

待報酬和の計算における忘却率 γ は 0.95で固定し，
学習は 50000エピソード (対話)で行った．なお，こ
れらのパラメータは経験的に定めた．

混合 Bernoulli分布の学習に基づく対話戦略
混合 Bernoulli分布によってAnsの知識KAを推定

し，Ansが最も保持している可能性の高い事実から

問い合わせるような対話戦略．混合 Bernoulli 分布
のパラメータ ρ，M は，500パターンの学習用KA

について，EMアルゴリズム (3 ·2 ·2節)を 10回繰
り返すことで推定した．また，混合分布のクラス数

K は 10とした．
なお，MDPsにおける報酬は，rgoal = 100，rtime = −1

に設定した．論証の合理性の閾値は，ΘR = 0.7とし，学習

時の各エピソードの質問の上限回数は Tlimit = 10とした．

§ 2 結果と考察

表 1に，提案手法にもとづく対話戦略とベースライン
との比較結果を示す．評価は「テストスコア」，「成功数」，

「平均質問回数」の 3つの尺度で行った．「テストスコア」
は各評価対話終了時の累積報酬の 50回平均を取ったも
のであり，スコアが高いほど対話戦略の性能が良いこと

を示す．「成功数」は 50回の評価対話のうち，質問回数
の上限 (Tlimit)に達するまでにシステムが構築する論証の
合理性が閾値を上回った回数 (合理的な論証の構築に成
功した回数) で，回数が多いほど対話戦略の性能が良い
ことを示す．「平均質問回数」はシステムが対話終了まで

に質問を行った回数で，回数が少ないほど対話戦略の性

能が良いことを示す．表 1で示されるように，DDQNお
よび混合 Bernoulli分布に基づく対話戦略がベースライ
ン手法より高い性能を持つことが確認された．

より詳細な分析を行うため，図 4に示すように，それ
ぞれの対話戦略がどれだけ早く合理的な論証の構築に必

要な事実を収集できるかを比較した．すなわち，対話終

了までにシステムに許容される質問回数 (Tlimit)を 5回か
ら 20回まで変化させたとき，50回の評価対話のうち合
理的な論証構築に成功する回数の変化を対話戦略ごとに

プロットし，提案手法 2手法とベースライン手法 2手法
を比較した．なお，横軸は質問回数の上限を示し，縦軸

は 50回の評価対話のうち，合理的な論証構築に成功し
た回数を示す．ここから，提案するDDQNによって学習
された最適対話戦略および混合 Bernoulli分布に基づく
対話戦略が，その他の対話戦略に比べて主張を支持する

ような事実をより早く収集していることがわかる．

§ 3 対話例

表 2は，評価対話においてDDQNによって学習された
最適対話戦略に基づくシステムと回答者シミュレータ間

の実際の対話例を示したものである．なお，表中の対話

例は，原子論理式を用いて記述された発話内容を，人手

で自然言語文に書き起こしたものである．表 2からわか
るとおり，DDQNによって学習された対話戦略に基づく

表 1 下表は，ランダム戦略，深さ優先探索 (DFS) に基づく対話
戦略，幅優先探索 (BFS) に基づく対話戦略，DDQN，混合
Bernoulli分布に基づく対話戦略のそれぞれの評価結果を示し
ている．表の各セルの数値は，それぞれの対話戦略に基づく
システムを 5つずつ並列に構築，学習した平均評価スコアの
値であり，括弧内に標準偏差を示している．

テストスコア 成功数 平均質問回数

ランダム
-1.06
(0.91)

4.40
(0.46)

9.86
(0.015)

ルールベース (DFS)
8.54

(8.78)
9.00

(4.27)
9.46

(0.24)

ルールベース (BFS)
3.51

(5.36)
6.60

(2.62)
9.68

(0.13)

DDQN
67.08
(2.04)

37.00
(1.02)

6.92
(0.05)

混合 Bernoulli分布
72.76
(1.48)

39.80
(0.72)

6.84
(0.07)
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図 4 法廷審理ドメインにおける，各対話戦略にごとの質問の上限
回数 (Tlimit)と評価対話の成功回数の変化

システムは，“The boy did not admit buying the knife”
という事実を対話の初期段階に回収しているが，幅優先

探索もしくは深さ優先探索によって作成された対話戦略

に基づくシステムは，この事実を対話の終盤で収集して

おり，合理的な論証構築に余計なステップ数がかかって

いた．これにより提案する対話戦略は，論証の証拠とし

て頻繁に用いられる事実を優先的に対話初期段階で収集

することを試みていることがわかった．

§ 4 混合 Bernoulli分布に基づく対話戦略と DDQNに
基づく対話戦略の比較

本評価実験では，混合 Bernoulli 分布に基づく対話戦
略が DDQNに基づく対話戦略よりもやや高い性能を示
した．DDQNに基づく対話戦略では，合理性の上昇によ
り寄与する可能性の高い事実の組み合わせを学習し，そ

れらを優先して問い合わせるような戦略が学習されてい

ることが期待される．これに対し混合 Bernoulli 分布に
基づく対話戦略は，合理性の上昇そのものではなく，問

い合わせの成功に焦点を当てた戦略である．実際に学習

された戦略を見ても，混合 Bernoulli 分布に基づく対話
戦略は毎回同じような順序で事実の問い合わせを行って

いることが見て取れた．混合 Bernoulli 分布に基づく対
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表 2 以下は，実際に DDQN によって学習された最適対話戦略を用いて評価対話を行った際に，生成された対
話例である．表の各行は，評価対話の各ターン (質問者であるシステムの問い合わせと，それに対応する
回答者であるシミュレータの応答)を記述したものである．また，表の左端から 1列目はターン数を示し，
2 列目は各ターン内での発話者，3 列目は 2 列目で示された発話者の実際の発話を示している．なお，表
2 列目の発話者は，Sys はシステムの発話であることを示し，Ans は回答者 (シミュレータ)の発話である
ことを示している．また，4 列目は当該ターンの終了時にシステムが構築する論証の合理性の値を示して
いる．また，3 列目の回答者の発話のうち，太字で表記されたものは，実際に該当する事実が回答者の応
答としてシステムに返され，システムがそれを収集したことを示している．

ステップ 発話者 発話内容 合理性

1 Sys Did not the woman across the street see the murder committed?
Ans The woman across the street did not see the murder committed. 0.1

2 Sys Did not the old man hear the kid yell, “I’m gonna kill you”?
Ans The old man did not hear the kid yell, “I’m gonna kill you”. 0.4

3 Sys Is the old man a liar?
Ans I do not know. 0.4

4 Sys Did not the boy crouch down and stab a taller man in the chest?
Ans I do not know. 0.4

5 Sys Did not the woman across the street see the boy stab his father?
Ans I do not know. 0.4

6 Sys Did not the boy admit buying the knife?
Ans The boy did not admit buying the knife. 0.7

話戦略がやや優れたスコアを示したことから，今回検証

に用いたタスクは，事実の組み合わせより事実の存在が

タスク成功に寄与するタスクであると推測できる．これ

に対し，事実の組み合わせの考慮がより重要となるタス

クでは DDQNに基づく対話戦略の方が有効であること
が期待できる．この仮説を確認するため，以降ではKA

が持つ事実の存在分布を前節までのものから変更した上

で実験を行った．

表 3 Premise selection によって選択された 17 の事実を含む推論
規則

(q1 ∧ q2 ∧ q3 ∧ q4 ∧ q5)→ α (l1)

(q2 ∧ q6 ∧ q7 ∧ q8 ∧ q9)→ α (l2)

(q1 ∧ q10 ∧ q11 ∧ q8 ∧ q7)→ α (l3)

(q1 ∧ q12 ∧ q10 ∧ q6 ∧ q9)→ α (l4)

(q4 ∧ q13 ∧ q5 ∧ q14 ∧ q11)→ α (l5)

(q1 ∧ q3 ∧ q7 ∧ q5 ∧ q11)→ α (l6)

(q2 ∧ q3 ∧ q15 ∧ q14)→ α (l7)

(q1 ∧ q12 ∧ q3 ∧ q11)→ α (l8)

(q9 ∧ q7 ∧ q4 ∧ q15)→ α (l9)

(q3 ∧ q4 ∧ q5 ∧ q7)→ α (l10)

q16→ q5 (l11)

q17→ q9 (l12)

本タスクでは，解グラフを用いた事実の枝刈りから，17
の事実のみが混合 Bernoulli分布を用いた対話戦略にお
ける問い合わせ候補となった．この 17の事実を q1 ∼ q17

とすると，これらは表 3のような推論規則に含まれてい
た．そこで，q1 ∼ q17のうち，事実 q3，q4，q7，q14 が

回答者の知識に高確率で含まれていない状況を考える．

表 4 表の各セルの数値は，それぞれの対話戦略に基づくシステム
を 5 つずつ並列に構築，学習し平均を取ったスコアであり，
括弧内に標準偏差を示している．

テストスコア 成功数 平均質問回数

ランダム
-1.00
(4.35)

4.40
(2.13)

9.80
(0.10)

ルールベース (DFS)
7.94

(10.66)
8.80

(5.23)
9.66

(0.20)

ルールベース (BFS)
0.32

(5.66)
5.00

(2.73)
9.68

(0.20)

DDQN
72.13
(1.37)

39.20
(0.66)

6.27
(0.10)

混合 Bernoulli分布
71.35
(1.42)

39.00
(0.69)

6.65
(0.04)

これは，実際の情報探索対話において，回答者が保持し

ている事実に何らかの偏りがあるような状況を再現して

いる．この場合，l1，l5，l6，l7，l9，l10などの推論規則

の有効性が低下する．このときさらに，上述の推論規則

に含まれる事実 q13，q15が高確率で回答者の知識に含ま

れているような状況を考える．この場合，混合 Bernoulli
分布に基づく対話戦略は，事実が回答者の知識KA に含

まれる確率の高さに応じて問い合わせを行ってしまうた

め，q13，q15 などの合理性に寄与しづらい事実の問い合

わせを行ってしまう．一方で，DDQNを用いた対話戦略
は事実の組み合わせによる合理性の上昇度合いを考慮す

るため，こうした状況でもうまく論証を構築することが

できると考えられる．

そこでこの仮説を検証するため，以下のようにKA 事

実の存在確率を変更した上で実験を行った．まず，出現

する 121種類のうち，前述の混合 Bernoulli分布に基づ
く対話戦略における premise selectionによって選択され
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た q1 ∼ q17 以外の残りの事実についても，同様に順に

q18 ∼ q121 というように番号を割り当てた．そして，各

qi について，下記のように重み w(qi)を付与した．
w(q3) = w(q4) = w(q7) = w(q10) = 0

w(q13) = w(q15) = 10

w(qi) = 1 (i ̸= 3,4,7,10,13,15)

さらに，これらの重みを w(qi)をソフトマックス関数を

用いて

w(qi)
′← ew(qi)∑121

i=1 e
w(qi)

(10)

と更新し，正規化された重みw(qi)
′を得た．最後に，121

種類の事実から，上記で得られた重みw(qi)
′に従って 20

種類の事実を選択し，同様に 550のKAを構築した．こ

のデータで，4 ·1 ·1節と同様の設定で実験を行った．表
4に示す実験結果のとおり，合理的な論証構築のための
事実の収集にかかったターン数は，混合Bernoulli分布に
基づく対話戦略よりも，DDQNに基づく対話戦略のほう
がやや短くなった．つまり，タスクの難しさに応じてど

ちらの手法がより有効であるかが異なる可能性が示唆さ

れた．

また，混合 Bernoulli 分布に基づく対話戦略が実際に
ユーザの知識をモデル化できているかについても議論の余

地が存在する．表 1と表 4を比較すると，混合 Bernoulli
分布モデルのスコアは微減しているものの，大きな変化

はない．これがタスクの難易度変化に由来するものか，混

合 Bernoulli分布モデルがうまく知識の偏りを考慮した
結果によるものかについては，今後さらなる議論が必要

である．

4 ·2 コンプライアンス違反検知ドメイン

本研究では，法廷審理ドメインに加えて，他ドメインで

のDDQNに基づく最適対話戦略の有用性を確認するため，
コンプライアンス違反検知ドメインでの評価実験も行っ

た．コンプライアンス違反検知データセットは，カルテル

や不正入札などのコンプライアンス違反行為を計画するや

りとりを，被験者間のロールプレイによって収集したデー

タセットである．各データセットは，コンプライアンス違

反を計画するメールのやりとりを含む，数千のメールス

レッドで構成される．各メールスレッドでは一つのコンプ

ライアンス違反行為が計画され，10通前後のメールのや
りとりによって構成される．本研究ではここから無作為抽

出された 250のメールスレッドを，それぞれ ChaPAS∗3，

KNP∗4，Zunda∗5 を用いて原子論理式に変換する．具体
的には，ChapasとKNPを用いた述語項構造解析，Zunda
を用いたモダリティ解析，およびこれらの結果に対する人

∗3 https://sites.google.com/site/yotarow/
chapas

∗4 http://nlp.ist.i.kyoto-u.ac.jp/?KNP
∗5 https://jmizuno.github.io/zunda/

表 5 下表は，ランダム戦略，深さ優先探索 (DFS)に基づく対話戦
略，幅優先探索 (BFS)に基づく対話戦略，DDQNに基づく対
話戦略のそれぞれの評価結果を示している．表の各セルの数
値は，それぞれの対話戦略に基づくシステムを 5つずつ並列
に構築，学習し平均を取った評価スコアの値であり，括弧内
に標準偏差を示している．

テストスコア 成功数 平均質問回数

ランダム
-10

(0.00)
0

(0.00)
-10

(0.00)

深さ優先探索
-10

(0.00)
0

(0.00)
-10

(0.00)

幅優先探索
-10

(0.00)
0

(0.00)
-10

(0.00)

DDQN
65.30
(2.37)

35.00
(1.13)

4.70
(0.12)

手で構築された統合規則に基づいて得られた原子論理式

の集合を使用した．例えば，ロールプレイングにおいて，

A社の太郎がその競合会社の B社の次郎に送信したメー
ルに「価格についてお知らせいたします．」という一文が

含まれているとき，これは「provide price information(太
郎,次郎)」という原子論理式に変換される．最終的に，あ
るコンプライアンス違反を立証するために用いられる事実

(原子論理式)の集合をKA として，250パターンのKA

を評価実験に使用した．このうち 200パターンのKAは

最適対話戦略の学習に，50 パターンは最適対話戦略の
評価に使用した．なお，この 250パターンには，KA に

含まれる事実全てを用いて論証を構築した際に，合理性

が 0.5 (= θR)を下回るようなものは含まれないようにし
た．変換後の 250のメールスレッドに含まれる原子論理式
は 3,782種類であった．KAには 1パターンあたり 20～
30の事実が含まれた．また推論規則は，上述の変換後の
メールスレッドからコンプライアンス違反を立証するた

めに人手で構築されたものを使用し，その総数は 106種
類であった．これには例えば，「xが yと同業他社であり，

かつ，x が y に価格に関する情報を提供した，ならば，

xは y とカルテルを形成している．( competitor(x,y)∧
provide price information(x,y)→ cartel(x,y) )」という
ような推論規則が含まれる．

§ 1 実験設定
本ドメインにおいては，DDQNの性能を評価するため，

4 ·1 ·1節で述べたランダム戦略，ルールベース対話戦略
(DFS)，ルールベース対話戦略 (BFS)に基づく対話戦略
の 3つをベースライン手法として用いた．なお，本ドメ
インにおける DDQNの学習時は，ΘR = 0.5とし，それ

以外については，全て同じ実験設定を適用した．本ドメ

インでは，混合Bernoulli分布モデルによる対話戦略の評
価は行わなかった．これは，本ドメインでは法廷審理ド

メインと比較して多くの種類の原子論理式を含み ∗6，計

算量的に困難となることから，解グラフを用いた premise

∗6 具体的には，法廷審理ドメインで含まれる 121種類の事実と
なる原子論理式，72 種類の推論規則に対して，本ドメインで
は 3782 個の事実となる原子論理式と，106 種類の推論規則を
含む．
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selectionを実行することが難しかったためである．
§ 2 結果と考察

表 5に，同様にDDQNによって学習された最適対話戦
略とベースライン手法の比較結果を示す．表 5より，本
ドメインでも同様に，DDQNに基づく対話戦略がベース
ライン手法と比較して有効であることが確認された．

5. その他のドメインへの適用

本研究においては，論証の構築方法として推論モデル

(式 (1)) を，論証の合理性の算出方法として重み付き仮
説推論 (2 ·2節)を用いている．したがって，情報探索対
話中にやりとりされる事実は一階述語論理もしくは命題

論理によって表現される必要があり，それらの事実を根

拠とする主張の間に成り立つ推論規則の集合が必要であ

る．したがって，本研究における情報探索対話の定式化

と最適対話戦略の構築には，

1) 論証の主張となる事実 αおよび根拠となりうる事実

の列挙

2) 「αおよびQを一階述語論理もしくは命題論理の原

子論理として，Qの要素を用いて αを導出可能な推

論規則が記述できる」ような，αおよびQの原子論

理式への変換と，推論規則の構築

という，2つの前処理が必要である．本提案手法で用い
る事実および推論規則は，既存のタスク対話システムに

おける対話状態および対話フローに相当する．これらを

定義するコストは必要であるものの，対話戦略のドメイ

ン適応手法 [Gašić 17]などを用いることでドメイン適応
のコストを削減できることが期待できる．

6. 関 連 研 究

6 ·1 強化学習を用いた対話の最適化

対話戦略そのものの研究においては，対話をマルコフ決

定過程 (MDPs)を用いて定式化し，強化学習を適用するこ
とで最適化する研究が広く行われてきた [Levin 00, Misu
12, Williams 07, Yoshino 15]．こうした最適対話戦略は，
MDPsにおける各状態からシステムなどのアクションへ
の対応付けとして定義され，対話における将来の獲得報

酬の期待値 (例えば，対話におけるタスクの成功率やタ
スク成功までにかかったターン数など) を最大化するよ
うにして学習される．本研究では，こうした考え方を論

証を構築するための情報探索対話に応用し，事実の問い

合わせ順序の最適化を行った．

6 ·2 情報探索対話

論証に基づく対話の一種である情報探索対話は，実際

の対話において頻繁に出現する [Walton 95]．情報探索対
話は質問と応答のやりとりによって様々な事実を収集す

るような対話である．情報探索対話に関する既存研究と

して，すべての事実を網羅的に質問するようなヒューリス

ティクスに基づく対話戦略が提案されている [Fan 12, Fan
15]．実際の対話においては質問や応答に使用できる時間
が制限されており，短いターン数ですばやく必要な情報

を収集することが重要である．しかし，上述の既存研究

ではこうした対話の過程において発生するコストや時間

的制約が考慮されていない．さらに，動的に変化する合

理的な論証の構築に必要な事実やドメイン依存の知識を

考慮して人手で対話戦略を構築することは困難でコスト

がかかる．そこで，本研究では強化学習や知識の分布を

用いて，実際の対話における制約や合理的な論証構築の

成功率を考慮した情報探索対話戦略を学習した．

6 ·3 論証に基づく対話の最適化

説得対話システムなどの論証に基づく対話システムを

最適化した既存研究はいくつか存在する [Georgila 11,
Hadoux 15, Rosenfeld 16]. これらでは，システムが予め
与えられた論証をどのような順序で提示し，ユーザを効

率的に説得するかという点に焦点を当てている．しかし，

実際にはシステムが合理的な論証構築に必要な事実をす

べて予め保持していることは稀である．そこで，本研究

では新しく論証を構築するための対話戦略の最適化に焦

点を当てることで，対話を通じて論証を構築・強化して

いく機能を構築した．

7. ま と め

本研究では，合理的な論証構築のための情報探索対話

をMDPsを用いて定式化し，深層強化学習手法の 1つで
あるDDQNを用いてより最適な対話戦略を構築した．ま
た，回答者の知識を混合 Bernoulli 分布モデルによって
推定し，より回答者が保持していると思われる事実を順

に問い合わせる対話戦略を構築した．実際のデータを用

いた評価において，DDQNおよび混合 Bernoulli分布モ
デルで学習された対話戦略が，ベースライン手法よりも

より効率的に証拠となる事実を収集できる対話戦略であ

ることを示した．さらに，評価を複数ドメインのデータ

セットで行い，DDQNに基づく最適対話戦略が，ベース
ライン手法よりも有用であることを確認した．

本研究においては，最適対話戦略の学習と評価におい

て，回答者のシミュレータを用いたが，実際の人間の回

答者との対話においては，音声認識誤りや自然言語文を

重み付き仮説推論で処理する際の誤りが生じうる．そう

した場合への対処として，MDPsでの定式化部分観測マ
ルコフ決定過程 (POMDP)に拡張することが考えられる．
また，本研究の論証構築のための情報探索対話では，問い

合わせにおける収集対象を事実のみとしていたが，実際

の対話においては，推論規則を対話中に収集することも

想定され，問い合わせ対象を拡張することが考えられる．
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