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研究背景：視覚と言語の共有埋め込みを持つ視覚言語モデル

画像
エンコーダ

言語
エンコーダ

CLIP

類似度スコア
（コサイン類似度） Visual Semantic Embeddings (VSE)

画像と言語の埋め込み空間を共有する
基本的な視覚言語モデルの一つ

代表的なモデル：CLIP [Radford+,2021] 

• 基盤モデルの一つ
• クロスモーダル検索や画像認識のゼロショット
性能が高く、ここ数年研究が盛ん

• text-to-imageやロボティクスのタスクにおける
特徴抽出器として広く利用されている

VSEの課題：
入力可能なトークン数に限界がある

CLIPだと75トークン（特殊トークン除く）

[Radford+,2021] Radford, A. et al.: Learning Transferable Visual Models From 

Natural Language Supervision, Proc. of ICML, Vol. 139, pp. 8748–8763 (2021).
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VSEが扱えるトークン数の限界の重要性

視覚言語モデルが扱うトークン数は伸びている

入力文：
ラウンド形状の鉄製のジンギスカン
鍋の中には，新鮮な羊肉のスライス
が豪快に焼かれています．肉は鍋の
中心に集中して配置され，周囲には
色とりどりの野菜が並んでいます．
キャベツ，もやし，ニラなどが明る
く色づき，炙り出された香ばしい香
りが広がります．鍋の下には炭火が
輝き，焼かれる食材を照らしていま
す．手前には冷えたビールのグラス
が置かれ，背景には楽しそうに話す
人々のぼんやりとした姿が見えます．

入力文：
画像には何が写っていますか？

GPT-4Vの応答：
写真には、実物大の筋肉質なフィギュア
（漫画のキャラクターのように見える）が、
大きなハンマーを振りかざしているシーン
が描かれています。フィギュアは黒い髪で、
表情は怒っているようです。フィギュアの
手錠のようなものに、実際の人間の男性が
繋がれていて、フィギュアから逃れようと
力強い表情で苦闘している様子が見て取れ
ます。男性は眼鏡をかけており、チェック
柄のシャツにピンクのTシャツを重ね着して
います。背景には店の入口と、その上にあ
る番地「1731」が見えます。

GPT-4(V)による質問応答生成

※Microsoft EdgeのCopilot（GPT-4, DALLE-3)で作成

DALL-E 3によるテキストからの画像生成

入力画像：

出力画像：

下記の応答/入力文は英語で100トークン強相当（しかしCLIPは最大77トークンまで）
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VSEが扱えるトークン数の限界の重要性

CLIPの有用性は学習の前処理や推論の後処理でフィルタリングができること

Web上の画像-言語の組となるデータは粗い
• 画像に対してテキストに詳細な情報が不足しがち
• CLIPによって低品質データを事前に間引くことが学習に有用

大規模に画像を生成して選択することが一般的に
• 例：Stable Diffusionなど
• 生成された画像を人目で確認するのは疲れる
• CLIPは生成された画像の選別に有用

Q. 大規模言語モデルをフィルタリングに使えばいいのでは？
A. 予め要約するという方法はアリ。しかし元の情報が失われる恐れも・・・

Q. GPT-4で画像から長めの説明文を生成して長い文に対応するCLIPを作れば？
A. 生成と訓練に時間がかかるし費用もかかる。学習済みモデルを活かせないか？

CLIP
類似度
スコア

しかし、長い文にはCLIPが使えない！
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提案手法：集合型視覚言語埋め込み

画像と言語を部分データに分割
埋め込み集合に変換して類似度を計算

提案手法の利点：
• 長文にも原理的に対応可能
• CLIPのような学習済みのVSEをそのま
ま用いることができる

Q. 集合間の類似度計算はどう実現？
最適輸送とプーリングによるシンプルな手法で十
分な有効性を確認

Q. 部分データにはどう分割する？
• 画像は物体検出や領域分割
• 言語は要約などを想定

画像
エンコーダ

言語
エンコーダ

CLIP

類似度スコア
最適輸送＋プーリング
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最適輸送による集合型視覚言語埋め込みの類似度計算

平均値
プーリング

視覚埋め込み

言語埋め込み

IPOT

輸送量行列 𝑇
0.5 0.1 0.2

0.1 0.4 0.2

類似度スコア

1. CLIPでサンプルごとに集合型視覚言語埋め込みを作成
2. IPOT（最適輸送の手法の一つ）で集合間を教師なしアラインメント
3. 得られた輸送行列𝑇をサンプルごとに平均値プーリング
4. 最も高い類似度スコアを得られた組を対応する組だと判定する

※視覚埋め込みと言語埋め込みは任意の数を設定可能
• サンプルの数（画像：2，言語：3）
• 分割数（画像：3，言語：4）
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IPOT (Inexact Proximal Point Method for Optimal Transports)

IPOT [Xie+,2018]は最適輸送の一手法
• 制約項付きの最適化問題を解く
• 行列演算の逐次更新で近似解を求められる
• IPOTは視覚言語モデルViLT [Kim+,2021] の
損失関数（物体画像と単語の教師なしアラ
インメント）に使われたことがある

[Xie+,2018] Xie, Y. et al.: A Fast Proximal Point Method for 

Computing Exact Wasserstein Distance, arXiv preprint arXiv

1802.04307 (2018).

[Kim+,2021] Kim, W. et al.: ViLT: Vision-and-Language 

Transformer Without Convolution or Region Supervision, Proc. 

of ICML (2021).
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実験：提案手法の有効性の検証方法

従来手法のCLIPのVSEと提案手法（VSE+IPOT+プーリング）を比較

タスク：クロスモーダル検索
• 視覚と言語のアラインメントによるフィルタリングを想定（CLIPの代表的な用途の一つ）
• 評価指標：R@K（候補K件中に正解が含まれるサンプルの割合、K＝1,5,10）

使用モデル：CLIP ViT-B/32 （CLIPの最も標準的なモデル）

評価用データ：Densely Captioned Images (DCI) データセット
• 画像と説明文によるデータセット
＋局所画像とその説明文（分割済みのデータセットをシミュレート）
＋CLIP用の要約済み説明文

• テスト集合112サンプルを使用（※訓練集合7,900サンプルでも結果はほぼ同じ）

（詳細は次ページ）
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Densely Captioned Images (DCI) データセット [Urbanek+, 2023] 

大域画像とその説明文、局所画像（物体領域の画像）とその説明文で構成される
CLIP用にLlama2による要約文もある←本研究ではこれを利用

[Urbanek+, 2023] Urbanek, J., Bordes, F., Astolfi, P., Williamson, M., Sharma, V. and Romero-Soriano, A.: A 

Picture is Worth More Than 77 Text Tokens: Evaluating CLIP-Style Models on Dense Captions (2023).

大域画像

人手の説明文
（約200トークン）

Llama2要約文
(≤75トークン)

局所画像

Llama2要約文
(≤75トークン)

人手の説明文
（約200トークン）

平均12サンプル

※要約を使った：単純に分割したものよりきれいなデータである点に注意
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実験結果：VSEと提案手法の比較（IPOTとプーリングの影響）

単純にIPOTを適用しただけでもR@1が大幅に向上(+0.15ポイント以上)

集合ではなく大域の視覚・言語埋め込みを使った場合、

手法 画像
条件

言語
条件

言語→画像 画像→言語

R@1 R@5 R@10 R@1 R@5 R@10

VSE（従来手法） 大域 大域 0.750 0.902 0.946 0.804 0.955 0.991

VSE+IPOT 大域 大域 0.964 1.000 1.000 0.973 0.991 1.000

VSE+平均値プーリング 集合 集合 0.036 0.125 0.205 0.036 0.125 0.205

埋め込みの種類
大域：大域埋め込み
集合：集合埋め込み
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実験結果：VSEと提案手法の比較（IPOTとプーリングの影響）

手法 画像
条件

言語
条件

言語→画像 画像→言語

R@1 R@5 R@10 R@1 R@5 R@10

VSE（従来手法） 大域 大域 0.750 0.902 0.946 0.804 0.955 0.991

VSE+IPOT 大域 大域 0.964 1.000 1.000 0.973 0.991 1.000

VSE+平均値プーリング 集合 集合 0.036 0.125 0.205 0.036 0.125 0.205

集合埋め込みを使う場合、プーリングのみでは性能が大幅に劣化

※DCIデータセットを提案した論文 [Urbanek+, 2023]でも同様の言及あり
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実験結果：VSEと提案手法の比較（画像と言語の条件の影響）

手法 画像
条件

言語
条件

言語→画像 画像→言語

R@1 R@5 R@10 R@1 R@5 R@10

VSE（従来手法） 大域 大域 0.750 0.902 0.946 0.804 0.955 0.991

VSE+IPOT+平均値プー
リング（提案手法）

集合 集合 0.964 0.991 0.991 0.964 0.991 0.991

大域 集合 0.714 0.893 0.973 0.794 0.929 0.991

集合 大域 0.893 0.982 1.000 0.875 0.973 0.991

大域+集合 大域+集合 0.964 0.991 0.991 0.982 1.000 1.000

集合埋め込みをIPOT+プーリングで解くと十分な精度で解くことが可能
• （同条件ではないが）VSE（従来手法）よりも性能も上
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手法 画像
条件

言語
条件

言語→画像 画像→言語

R@1 R@5 R@10 R@1 R@5 R@10

VSE（従来手法） 大域 大域 0.750 0.902 0.946 0.804 0.955 0.991

VSE+IPOT+平均値プー
リング（提案手法）

集合 集合 0.964 0.991 0.991 0.964 0.991 0.991

大域 集合 0.714 0.893 0.973 0.794 0.929 0.991

集合 大域 0.893 0.982 1.000 0.875 0.973 0.991

大域+集合 大域+集合 0.964 0.991 0.991 0.982 1.000 1.000

実験結果：VSEと提案手法の比較（画像と言語の条件の影響）

別条件の場合も検証：一方が大域埋め込みの場合
• 一方が大域埋め込みだと性能が劣化する
• 画像と言語で比べると、画像が大域埋め込みの場合の方がより劣化する

考察：
• 大域vs集合では埋め込みの情報の粒度が異なるため？
• ViTベースのCLIPは画像の局所的な特徴の抽出が苦手なのがより影響している
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手法 画像
条件

言語
条件

言語→画像 画像→言語

R@1 R@5 R@10 R@1 R@5 R@10

VSE（従来手法） 大域 大域 0.750 0.902 0.946 0.804 0.955 0.991

VSE+IPOT 大域 大域 0.964 1.000 1.000 0.973 0.991 1.000

VSE+IPOT+平均値プー
リング（提案手法）

集合 集合 0.964 0.991 0.991 0.964 0.991 0.991

大域 集合 0.714 0.893 0.973 0.794 0.929 0.991

集合 大域 0.893 0.982 1.000 0.875 0.973 0.991

大域+集合 大域+集合 0.964 0.991 0.991 0.982 1.000 1.000

実験結果：VSEと提案手法の比較（画像と言語の条件の影響）

別条件の場合も検証：大域＋集合でハイブリッドの場合

最も良好な結果。大域埋め込みも使える問題設定なら両方使うのが良い
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提案手法は想定通りの挙動をしているか？（輸送行列の可視化）

定量的な差は輸送行列からも確認できる

画
像
（
大
域
）

言
語
（
大
域
）

言語（集合）

クエリを大域埋め込みとした
• 横方向が集合埋め込み
• 縦の白線間の区間内は同一サンプル

画像（集合）

クエリ：大域画像
検索対象：言語集合

クエリ：大域説明文
検索対象：画像集合

アラインメント（明るい部分）は斜めに、
区間内は横一列に並んでいるほど埋め込
みの対応関係を正しく得られている

• CLIPの視覚の大域埋め込みはアライン
メントがうまくとれていない

• 定量的な結果（前ページ）とも整合

下図（大域側が言語）の方が綺麗
なアラインメントが得られている
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VSE（従来手法） 大域 大域 0.750 0.902 0.946 0.804 0.955 0.991

VSE+IPOT 大域 大域 0.964 1.000 1.000 0.973 0.991 1.000

VSE+IPOT+平均値プー
リング（提案手法）

集合 集合 0.964 0.991 0.991 0.964 0.991 0.991

大域+集合 大域+集合 0.964 0.991 0.991 0.982 1.000 1.000

（疑問）要約されてないデータセットでもうまくいくのか？

結局要約してないデータセットでは実験をしてないのでは・・・？

元のDCIの大域説明文を句読点で分割した場合（本発表で新たに追加しました）

手法 画像
条件

言語
条件

言語→画像 画像→言語

R@1 R@5 R@10 R@1 R@5 R@10

VSE+IPOT+平均値プー
リング（提案手法）

集合 集合 0.759 0.929 0.991 0.893 0.991 1.000

大域+集合 大域+集合 0.777 1.000 1.000 0.937 1.000 1.000

要約版の結果（P.14）

大域説明文は途中まで利用
（77トークンを超えるため）

性能は落ちているが、それでも
R@5で十分な性能はある



17/19  
議論：本研究の限界と今後の展望

限界①：今回、集合型視覚言語埋め込みの有効性を検証したのは検索タスクのみ
• ただ、少なくとも画像言語間のアラインメントには有用
• 利用例：視覚言語モデルの学習データの前処理、Text-to-imageで生成した画像のフィルタリング

限界②：提案手法は1,000以上のサンプル集合の検索には向かない
• 最適輸送の行列計算が重い（サンプル＝サンプル×部分データ数）
• 実用上は最初に普通の検索で1000サンプルに絞って提案手法を適用すれば良い

展望
• 他の情報源も利用できるか？

• 説明文ではなく質問応答文の組は使えるか？

• 他のモダリティも追加してマルチモーダルに
• モダリティが増えた状況の方が本手法の設定が活きるのでは？

• クロスモーダル検索以外にも原理的には応用可能。実際に使えるか？
• 例：動画検索や対話型画像質問応答など
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関連研究：画像と言語の共有埋め込みにおける新規性

最適輸送IPOT自体はViLTの損失関数Word Region Alignmentとして使われている
• Word Region Alignment：物体画像と単語の教師なしアラインメントを行う
• 視覚と言語の集合間のアラインメントに最適輸送を用いている点も同じ
• 本研究は単語ではなく説明文レベルの埋め込みを集合とし、サンプル間の類似度をプーリングによ
り求める点が異なる

本研究の貢献
• IPOTとプーリングを組み合わせた集合型視覚言語埋め込みでCLIPの長文対応への可能性を示した点
• 大域埋め込みと集合埋め込みの組み合わせに相性があることを示した点
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まとめ

提案手法：集合型視覚言語埋め込み
• 長文にも原理的に対応可能
• CLIPのような学習済みのVSEをそのまま用いることができる
• 長文を扱うようになってきている視覚言語モデルの時代でもCLIPによるフィルタリングが使える
という点で有用性を期待

• 類似度計算には最適輸送IPOTとプーリングによる方法を提案

提案手法の有効性の検証方法：
• DCIデータセットによるクロスモーダル検索
• 従来手法のCLIPのVSEと提案手法（VSE+IPOT+プーリング）を比較

主要な結果から得られた知見：
• 提案手法はR@1で0.964, 0.973を達成（従来のVSEから+0.15向上）
• 大域埋め込みと集合埋め込みを併用すると性能が落ちる

• 言語側より、視覚側が大域埋め込みだと性能劣化が顕著（R@1で0.18, 0.08ポイント差）
• （系列長に収まる範囲なら）大域埋め込みにもIPOT+プーリングが有用
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モデルによる差異はある？

揃えた条件
• 説明文の処理：句読点区切り
• 手法：VSE+IPOT+平均値プーリング（提案手法）
• 画像条件：集合、言語条件：集合

モデル 言語→画像 画像→言語

R@1 R@5 R@10 R@1 R@5 R@10

ViT-B/32 0.759 0.929 0.991 0.893 0.991 1.000

ViT-L/14@336 0.741 0.938 0.982 0.892 1.000 1.000

RN50 0.696 0.929 0.973 0.866 0.973 1.000

RN50x64 0.750 0946 0.991 0.884 0.991 0.991

モデルによる差異は小さい。ViT-B/32で十分


