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第 26回 画像の認識・理解シンポジウム

テキストからの画像生成の評価指標としての
シーングラフ類似度

濱田 裕太1,a) 品川 政太朗1,b) 中村 哲1,c)

概要
テキストからの画像生成モデルの課題の一つとして，テ

キストで指定された物体間の関係や数量といった空間的構
造を生成画像に正確に反映することが苦手であるという点
がある．これを解決するためには空間的構造の把握に適し
た画像生成評価指標が必要である．そこで本研究では生成
画像の評価としてシーングラフ類似度を導入することで，
生成画像の空間的構造を考慮した評価が行えるかを検証す
る．実験では，既存の評価指標とシーングラフ類似度によ
る評価指標の比較を行い，シーングラフ類似度の有効性と
限界を明らかにする．

1. はじめに
テキストからの画像生成モデルの課題の一つに，複数の

物体や関係を含む複雑なシーンの正確な生成を苦手として
いる点がある．この原因の一つとして，モデルの評価に生
成画像の品質や多様性を重視するあまり，物体の数量や物
体間の関係など空間的構造に対する評価や制御が不十分な
ことが挙げられる．
本研究では，生成画像の空間的構造を考慮するために

シーングラフの利用を提案する．シーングラフは，シーン
に含まれる物体をノード，物体間の関係をエッジとしてグ
ラフの形式で表現する手法で，画像キャプション生成など
のタスクに応用されている [1]．テキストからの画像生成
タスクにおいて，複雑なシーンの生成を目的とした複雑な
入力文には豊富なシーン情報が含まれていることが多い．
この情報をシーングラフ化することにより，文中の物体間
の関係を直感的に理解することができる．シーングラフを
生成画像の評価に利用することで，複雑なシーンに対して
空間的構造の正確な評価が期待される．実験では，シーン
グラフを用いた評価指標によって物体や物体間の関係で構
成される空間的構造を評価できるか検証することで，テキ
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図 1 テキストからの画像生成におけるシーングラフ類似度

ストからの画像生成タスクにおけるシーングラフの有効性
と限界を明らかにする．

2. 関連研究
2.1 テキストからの画像生成
テキストからの画像生成タスクは図 1左下に示すような

自然言語調の文を入力とし，入力文に沿った高品質な画像
の生成を目的とする分野である．この分野では，優れた生
成モデルのほとんどは GANか拡散モデルに分類される．
中でも Imagen [2]や Latent Diffusion Models [3]などの拡
散モデルをベースとした生成モデルは，画像生成タスクに
おいて最も優れた性能を有している．拡散モデルベースの
生成モデルは高品質な画像生成が可能であるが，入力文が
複雑なシーンを表す場合，文に含まれる数量や関係を生成
画像へ正確に反映させることが困難な問題を抱えている．
画像生成モデルにおける既存研究の多くは，評価指標

として Frechet Inception Distance (FID) [4]や Incepcion

Score（IS） [5]を用いている．これらは生成画像の品質や
多様性の評価を重視した指標である．しかし物体の数量や
物体間の関係など，入力文が表すシーンの空間的構造を重
視した評価指標は少ない．テキストと生成画像の一貫性を
評価する指標として R-precision [6]，空間的構造を考慮し
た評価指標として Tanらが提案した TISE [7]に含まれる
Positional Alignmentが挙げられるが，R-precisionは空間
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的構造を明示的に考慮せず，Positional Alignmentは評価
できる関係が位置関係に制限される問題がある．本研究で
は，関係の対象を位置関係に制限されない状態で空間的構
造を明示的に評価するためにシーングラフを利用する．

2.2 シーングラフ
シーングラフはさまざまな物体が写っている実画像 (シー

ン)の高度な理解を目的とし，シーン情報をグラフで表す
方法である．具体的には，シーン中に現れる人物や物など
の物体をノード，位置や行動など物体間の関係をエッジと
した，図 1上に示すようなグラフで表現される．シーング
ラフは次の特徴を持つ．
• 二つのシーンが一致する場合，それぞれのシーンから
生成したシーングラフは一致する

• 画像と画像を表すキャプションのそれぞれから生成で
きる

シーングラフは自然言語と画像の中間表現として利用可能
な特徴から，近年は画像質問応答 [8]や言語ベース画像検
索 [9]などのタスクで広く利用されている．
FAIEr [1]は，シーングラフを利用した画像キャプション

生成タスクの評価指標である．FAIErでは，評価対象とな
るキャプションから生成したシーングラフを画像から生成
したシーングラフと比較することで忠実度の評価を，参照
キャプションから生成したシーングラフと比較することで
妥当性の評価を行う．シーングラフを用いた忠実度と妥当
性の評価により，Flickr8kなどのデータセットにおいて人
手評価とより相関がある結果が示された．ここで，FAIEr

などのシーングラフを用いた評価指標は評価対象を実画像
としており，テキストからの画像生成モデルによって生成
された生成画像を対象としていない．それに対して本研究
では，生成画像を対象としてシーングラフを評価に利用す
る点が異なっている．生成画像は実画像と比較して画像の
品質が低く，シーングラフ抽出の手法が生成画像を対象と
した場合に利用できるか検証する必要がある．

3. 検証方法
本研究では，以下の二点について検証を行い，テキスト

からの画像生成におけるシーングラフの有効性を検証する．

空間的構造を考慮した評価
まず第一点はシーングラフ類似度の導入により生成画像

の空間的構造を考慮した評価が行えるかを検証する．その
ために，本研究ではシーングラフ類似度による手法と既存
の評価指標の二種類の評価指標を用いて，画像生成モデル
から生成した画像を評価する．具体的には，実画像と同じ
レイアウトから生成した画像と，実画像とは異なるレイア
ウトから生成した画像を用意する．
画像生成モデルには，生成したい物体の位置をバウンディ

ングボックスで指定して生成画像のレイアウトを制御でき
るモデルが本研究の検証に適している．そこで，画像生成
に適する Layout-to-Imageモデルの一つである TwFA [10]

を用いる．Layout-to-Imageは，物体のラベルとバウンディ
ングボックスで構成されたレイアウトを入力に用いること
で複雑なシーンの画像生成を行うタスクであり，テキスト
やシーングラフを入力とする画像生成と比べて物体の位置
などの空間的構造がより制御しやすい利点を持つ．

生成画像に対するシーングラフ抽出
第二点目には，既存のシーングラフ抽出手法を生成画像

に適用した場合の有効性と限界について検証する．具体的
には，シーングラフを用いた評価指標で生成画像を評価し
た際の事例を挙げ，定性的な観点で議論を行う．

3.1 評価指標
本研究ではシーングラフを用いた評価指標の評価方法と

して Recall@Kを，ベースラインとしてシーングラフを用
いない CLIPスコアを検証の対象とする．

Recall@K (R@K)

Recall@Kは，シーングラフ類似度を求める際に用いら
れる手法の一つである．シーングラフは，物体を表すノー
ド二つと（例:‘man’,‘racket’）とその間を結ぶ関係を表し
たエッジ（例:‘holding’）によって構成されたトリプレット
（例:‘kid holding racket’）の集合でも表現され，トリプレッ
ト単位で R@Kを取ることでシーングラフ間の類似度を測
ることができる．R@Kは以下で示される．

R@K =
size(STt ∩ STi)

size(STt)
× 100

Tt は文章に含まれる関係から抽出されたトリプレット，Ti

は画像から抽出されたトリプレットを示す．ここで，STt

は一つの文章 T から抽出された Tt の集合，STi は一つの
画像 I から抽出された Ti の集合を示す．また R@Kの K

は，一つの画像 I から抽出する Ti の数を示す．
本研究では，この T と I にテキストからの画像生成モデ

ルにおける入力文と生成画像を利用することで，生成画像
の評価を行う．まず，係り受け解析を利用した解析器であ
る SceneGraphParsar [11]によって，入力文に含まれるト
リプレット Tt を抽出し，集合 STt を得る．同様に画像か
らのシーングラフ抽出器としてMOTIFS-TDE [12]を採用
し，生成画像に含まれるトリプレット Ti を抽出する．抽
出した Ti のうち，信頼度が高いものからK 個を選び，集
合 STiとする．入力文から得られた STtと生成画像から得
られた STi を比較することで，スコアとする．

CLIPスコア
CLIPスコアは，CLIP [13]により入力画像と入力テキス
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トの類似度をスコアとして算出する．入力画像と入力テキ
ストは，事前学習された CLIPを用いてそれぞれエンコー
ドされ，得られた画像特徴とテキスト特徴のコサイン類似
度が CLIPスコアになる．

4. 実験
本実験ではTwFAを用いて生成した画像の評価を通して

評価指標の検証を行い，また，生成画像から抽出したシー
ングラフの事例を挙げ，既存のシーングラフ抽出器を用い
る場合の限界について議論する．

4.1 実験設定
本実験では，Text-to-Imageにおける入力文，生成画像に

加えて空間的構造を表すレイアウトを用いるため，Visual

Genome (VG) [14]と呼ばれる画像データセットを採用し
た．VGは 108K枚の画像に，画像中の領域に関する 4297K

個のキャプション，画像中に現れる 1366K個の物体のクラ
スラベルと物体の領域を表すバウンディングボックスが付
与されている．本研究では VGにおける実画像を理想的な
生成画像，画像に対応したキャプションを入力文，画像中
に現れる物体のラベルとバウンディングボックスで構成さ
れたレイアウトを正当な空間的構造とする．ここで，入力
文は複雑なシーンを表した文を模すため，画像に付与され
た領域キャプションを複数結合し，画像ごとに 70語程度の
入力文を作成した．作成した入力文の一例を図 2に示す．
また，VGはクラウドソーシングを利用したアノテーショ
ンによって作成されており，それに伴う表記揺れに対応す
るため，物体や関係を表す単語について類語処理を行った．
CLIPスコアの算出に用いる CLIPのモデルには事前学習
済みの ViT-B/32を用いた．

4.2 実験手順
実画像の領域キャプションから作成した入力文と，実画

像に含まれる物体のラベルとバウンディングボックスで構
成されたレイアウトを用意する．また，レイアウト中の各
バウンディングボックスのラベルを他のバウンディング
ボックスのラベルと無作為に入れ替えることで実画像とは
異なるレイアウトを作成した．この 2種類のレイアウトを
入力として TwFAを用いることで，実画像と同じレイア
ウトから生成した画像と実画像と異なるレイアウトから生
成した画像を生成した．ここで生成画像の品質を一定に保
つため，VGから抽出する実画像は TwFAのテストデータ
に含まれる 2000枚を対象とした．そして実画像，実画像
のレイアウトから生成した画像，ラベルを入れ替えたレイ
アウトから生成した画像のそれぞれと入力文間の類似度を
R@KとCLIPスコアを用いて評価することで，実画像と生
成画像，同じレイアウトと異なるレイアウトでスコアがど
う変化するか検証した．また，R@Kを評価する際に生成画

図 2 説明文を結合した入力文

表 1 画像-入力文のスコア（GT:Ground Truth）
画像 BBOX R@20 R@50 R@100 CLIP スコア
実画像 GT 3.58 6.83 8.98 0.29

生成画像 GT 1.77 4.07 5.75 0.26

生成画像 ラベル入替 1.11 2.53 3.42 0.24

図 3 実画像とそのシーングラフ

図 4 実画像のレイアウトから生成した画像とそのシーングラフ

図 5 異なるレイアウトからの生成画像とそのシーングラフ

像から抽出したシーングラフの事例から，MOTIFS-TDE

を生成画像に適用した結果を確認した．

5. 結果
実画像，実画像と同じレイアウトから生成した画像，ラ
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ベルを入れ替えたレイアウトから生成した画像のそれぞれ
に対し，R@Kと CLIPスコアを用いて評価した結果を表
1に示す．表 1における画像は実画像か TwFAを用いて生
成した画像かを表し，BBOXはバウンディングボックスが
Ground Truth（実画像のレイアウト）か，ラベルを無作為
に入れ替えたものかを表す．CLIPスコア，R@Kともに実
画像より生成画像が，実画像と同じレイアウトから生成し
た画像より実画像とは異なるレイアウトから生成した画像
の方がスコアが下がっていることがわかる．
次に，画像と，その画像から抽出されたシーングラフの

例を示す．図 3は実画像とそのシーングラフ，図 4は実画
像のレイアウトから生成した画像とそのシーングラフ，そ
して，図 5はラベルを入れ替えたレイアウトから生成した
画像とそのシーングラフである．それぞれ図の左側が実画
像または生成画像，図の右側が画像から抽出されたシーン
グラフの一部を表示している．三つの図から，レイアウト
に応じて一部の物体は置き換わっているものの，物体間の
関係についてはあまり差がないことがわかる．

6. 考察
6.1 画像-入力文のスコア
本節では，実験で得られたスコアについての関係と，そ

の原因に関する考察を行う．まず，CLIPスコアにおいて，
実画像と同じレイアウトから生成した画像より実画像とは
異なるレイアウトから生成した画像の方がスコアが下がっ
ているのは，実画像より実画像と同じレイアウトから生成
した画像のスコアが下がっているのと同様に画像品質の低
下が大きく影響していると考えられる．R@Kにおいても
実画像と同じレイアウトから生成した画像より実画像とは
異なるレイアウトから生成した画像の方がスコアが下がっ
ている．これはラベルの入れ替えによって通常の物体が持
つ領域の大きさや形とは異なるものに変わったことによ
り，間違ったラベルで抽出される物体が増えたことが原因
だと考えられる．
図 6に実画像，実画像と同じレイアウトから生成した画

像，ラベルを無作為に入れ替えたレイアウトから生成した
画像の例を示す．図 6を見ると，バウンディングボックス
の位置と大きさは差が小さいものの，ラベルを無作為に入
れ替えたレイアウトから生成される物体の品質が下がって
いることがわかる．

6.2 生成画像に対するシーングラフ抽出
本節では，実験の結果をもとに，既存のシーングラフ抽

出手法である MOTIFS-TDE が生成画像に対しても適用
可能か考察する．生成画像からシーングラフ抽出を行った
結果である図 4および図 5から，画像の品質が大きく低下
しているにも関わらず前景の各領域に存在する物体の抽出
は行えていることがわかる．しかしそれらの物体間の関係

図 6 生成画像の例

については，シーングラフ抽出手法が抱えるバイアス問題
（Biased Scene Graph Generation）[15]が影響し，‘has’や
‘wearing’をはじめとする少数の関係が多くを占めているこ
とがわかった．実画像の場合にも存在する問題と同様の問
題は抱えるものの，生成画像を対象としても物体の抽出は
行えることから，シーングラフ抽出手法を実画像に用いる
ように，生成画像に対して用いることも可能であると考え
られる．

7. まとめ
本研究では，シーングラフ類似度の導入により生成画像

の空間的構造を考慮した評価が行えるかの検証と既存の
シーングラフ抽出手法を生成画像に適用した場合の有効性
と限界を示すことを目的として，実験を行った．まずシー
ングラフ類似度の導入により生成画像の空間的構造を考慮
した評価が行えるかの検証では，シーングラフ抽出手法の
抱えるバイアス問題により入力文に含まれる多様な関係を
抽出できず CLIPスコアとの大きな差がなかったため，現
時点では空間的構造の考慮に有効であるとは言えないこと
がわかった．
次に，既存のシーングラフ抽出手法を生成画像に適用し

た場合の有効性と限界については，生成画像を対象として
も実画像と同程度の物体抽出が行えることから，既存の
シーングラフ抽出手法を実画像と同様に用いることも可能
であると考えられる．しかし既存の手法では，主にバイア
ス問題によって抽出できる関係に偏りがあるため，テキス
トからの画像生成において入力文と生成画像の評価にシー
ングラフ類似度を用いるためには，テキストに含まれる多
様な関係が抽出されるよう改善が必要であると考えられる．
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