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概要
音声認識出力の曖昧性は，発音が似ている単語の

関係を表していると考えられ，End-to-End音声翻訳
においても，この曖昧性を考慮したモデルが必要
となる．従来研究では，Multi-task学習の End-to-End
音声翻訳において，音声認識出力の分布による
Sub-taskの学習で精度の向上が見られた．本研究で
は，音声認識出力の曖昧性に頑健な音声翻訳のた
めにどのような音声認識モデルが効果的か，また，
Main-taskと Sub-taskの出力の関係について比較し，
分析した．

1 背景と関連研究
音声翻訳 (Speech Translation; ST) は，原言語音声
を入力として目的言語テキストを出力する技術であ
り，音声認識 (Automatic Speech Recognition; ASR)と
機械翻訳 (Machine Translation; MT) をつなぎ合わせ
た Cascadeモデルと，原言語の音声を直接目的言語
のテキストに翻訳する End-to-Endモデルが考えられ
る．近年ではニューラルネットワークを用いた系列
変換技術により End-to-Endモデルの研究が進んでい
る．しかしながら，End-to-Endモデルでは学習に原
言語音声と目的言語テキストを用いるためデータが
限られ，比較的容易にデータを入手できる Cascade
モデルと比較して精度が低くなる傾向がある．
このような End-to-Endモデルの精度を向上させる

アプローチの 1つとして，原言語音声から目的言語
テキストへの翻訳に原言語テキストへの音声認識を
Sub-taskとして追加するMulti-task学習 [1]が挙げら
れる．しかし，一般的な Multi-task学習で使われる
cross entropy (CE) lossは，正解トークンとの損失を
計算し，発音の似た予測結果と，発音の似ていない
予測結果の損失が同じになる可能性があるという問

題がある．End-to-End音声翻訳においてもこのよう
な発音の類似度，聞き間違えを考慮した翻訳が必要
となる．
関連研究として，Osamuraら [2]は，Cascadeモデ
ルにおいて，One-hotベクトルの代わりに，音声認
識の事後確率分布を用いて機械翻訳をチューニン
グし，音声認識の曖昧性に対する頑健性を向上させ
た．また，Chuangら [3]は，Multi-task End-to-End音
声翻訳における ASR-task で，予測単語と正解単語
の埋め込みベクトルのコサイン類似度を損失に利用
し，意味の類似度の頑健な学習を実現した．
以上から着想を得た上で，我々は，Multi-task 学
習で音声翻訳を学習する際に，音声認識の事後確率
分布を用いた学習をする手法を提案し [4]，音声認
識出力の曖昧性に対する頑健性の向上に寄与するこ
とを示した．音声認識の事後確率分布は，発音が似
ている単語が同じようなスコアを持つことが期待さ
れ，単語間の発音の類似度の情報を保持する．これ
を referenceとして用いることで，音声認識出力の曖
昧性に対して頑健な音声翻訳が学習できたと期待で
きる．しかし，音声翻訳に利用可能な音声認識モデ
ルの性能や，ST-taskと ASR-taskの出力の性能の関
係が確認されていなかった．
本研究では，音声認識出力の曖昧性を考慮した音
声翻訳において，どのような音声認識モデルが効果
的か，また Main-taskと Sub-taskの出力の関係を比
較し，分析した．

2 Multi-task End-to-End音声翻訳
X = (𝑥1, ..., 𝑥𝑇 ) を原言語の入力音声に対する音響

特徴量の系列，T = (𝑡1, ..., 𝑡𝑁 ) を目的言語テキスト
のトークン系列，S = (𝑠1, ..., 𝑠𝑀 ) を原言語テキスト
のトークン系列とする．𝑣 を語彙集合 𝑉 の元とする
と，𝑖 番目の目的言語記号の事後確率は以下の式で
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表される
𝑃ST (𝑡𝑖 = 𝑣) = 𝑝(𝑣 |X, 𝑡<𝑖). (1)

STの学習時の損失関数 LST は，CE lossを用いて以
下の式で表される

LST = −
𝑁∑
𝑖=1

𝑉∑
𝑣∈𝑉

𝛿(𝑣, 𝑡𝑖) log 𝑃ST (𝑡𝑖 = 𝑣). (2)

式中の 𝛿(𝑣, 𝑡𝑖)は，𝑣 = 𝑡𝑖 のとき 1，そうでなければ 0
とする．

Encoderにより隠れベクトルに変換され，その後
ST-task (Main-task) の Decoder と ASR-task (Sub-task)
の Decoderの両方を用いて学習される．𝑣 を語彙集
合 𝑉 の元とすると，𝑖 番目の目的言語記号の事後確
率は以下の式で表される

𝑃ASR(𝑠𝑖 = 𝑣) = 𝑝(𝑣 |X, 𝑠<𝑖). (3)

ASR学習時の損失関数 LASRは以下の式で表される

LASR = −
𝑀∑
𝑖=1

𝑉∑
𝑣∈𝑉

𝛿(𝑣, 𝑠𝑖) log 𝑃ASR (𝑠𝑖 = 𝑣). (4)

ST-task の損失関数を LST，ASR-task の損失関数を
LASR，LASRに対する重みを 𝜆ASRとすると，学習時
全体の損失関数 Lは以下の式で表される

L = (1 − 𝜆ASR)LST + 𝜆ASRLASR. (5)

3 実験に用いる手法
以下の二種類の損失関数を，音声認識出力を

referenceとした soft labelから計算される Lsoft とし
て用い，比較，分析をした．また，本稿では，Lsoft

に対して，式 4における LASRを，hard label (正解系
列)による CE lossとして Lhardと表す．
3.1 ASR-PBL: ASR Posterior-based Loss [5]

ASR-taskにおいて，事前学習された ASRの事後
確率分布のベクトルを referenceとして用いる．ASR
事後確率分布は，事前学習された ASRを用いて得
られた，各トークンに対するスコアを持ったベクト
ルの softmax を取り，soft label とする．soft label に
おいて 𝑖番目のトークン 𝑣のスコアを 𝑃soft (𝑖, 𝑣) とす
ると，提案手法よる損失 Lsoftは以下の式で表される

Lsoft = −
𝑀∑
𝑖=1

𝑉∑
𝑣∈𝑉

𝑃soft (𝑖, 𝑣) log 𝑃ASR (𝑠𝑖 = 𝑣). (6)

本実験では，LASR を以下の式として定義し，Lhard

と Lsoftの割合を，重み 𝜆softで調整できるようにし，
LASR = (1 − 𝜆soft)Lhard + 𝜆softLsoft. (7)

式 7の損失を ASR Posterior-based Lossといい，本稿
では ASR-PBLと表す．
3.2 ASR-SBL: ASR Sequence-based Loss

ASR-PBLでは，ASR事後確率分布を referenceと
して用いていたが，ASR 出力の One-best 系列を
referenceとした損失も考えることができる．この場
合，どの単語とどの単語が間違いやすいかという情
報を保持し，音声認識出力の誤りに対して頑健な音
声翻訳が期待できる．Ŝ = (𝑠1, ..., 𝑠𝑀 ) を，ASRモデ
ルによって予測された One-bestの原言語テキストの
トークン系列とすると，Lsoftは以下の式で表される

LASR = −
𝑀∑
𝑖=1

𝑉∑
𝑣∈𝑉

𝛿(𝑣, 𝑠𝑖) log 𝑃ASR (𝑠𝑖 = 𝑣). (8)

本実験では，hard lossと式 8の soft lossを式 7の
ように重み付き和で足し合わせた損失を，ASR
Sequence-based Loss といい，本稿では ASR-SBL と
表す．

4 実験
本実験ではデータセットとして，Fisher Span-

ish Corpus (Spanish-English) [6]と，MuST-C TED-talks
(English-German) [7]を用いた．本稿では，それぞれ
を Fisher, MuST-Cとし，以下の実験をした．

• Fisher: ASR-PBL, ASR-SBL
• MuST-C: ASR-SBL

音響特徴量は，Kaldi [8]により抽出した，3次元の
pitch が付加された 83 次元の Fbank+pitch を用い，
trainデータは，音声のスピードを 0.9倍と 1.1倍に調
整したものを加えた．テキストはMuST-Cの目的言
語テキスト以外は，句読点，記号を取り除き小文字
化し，音響特徴量はフレーム長 3000，テキストは文
字数が 400より大きいものを取り除いた．Tokenizer
は SentencePiece [9]を用い，最大語彙数を Fisherは
1000，MuST-C は 8000 とした．ASR，ST モデルは
ESPnet [10]を用い，Transformer [11]により作成した．
STは，Fisherが batch size: 64, accum grad: 4, MuST-C
が batch size: 32, accum grad: 8，それ以外の基本的な
モデルの設定は ESPnetのデフォルトの値に従った．
STモデルは，epoch 30で学習した後，devデータの
BLEUスコア [12]が高いモデルを5つmodel averaging
し，Fisherでは Fisher test, MuST-Cでは tst-COMMON
で評価した．本実験では，式 5, 7 における 𝜆ASR =

0.5，Fisher ASR-PBL: 𝜆soft = {0.1, 0.3, 0.5, 0.7, 0.9, 1.0}，
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WER BLEU
ASR-PBL ASR-SBL (LSM)

ASR model Soft-label soft-0.5 soft-1.0 soft-0.5 soft-1.0
None (Single-task) - 40.66

None (CE) - 43.83
None (CE-LSM) - 45.16

Epoch-6 39.7 45.34 41.71 44.68 41.71
Epoch-8 35.3 45.33 43.54 45.63 42.34
Epoch-10 28.9 45.76 42.93 45.86 43.79

Attn-Specaug 14.1 45.29 43.73 45.34 44.34
Attn 9.3 46.04 44.53 45.35 44.03

Attn-CTC 7.8 44.93 43.98 44.87 44.40
Attn-CTC-Specaug 6.7 44.66 44.82 45.75 44.76

表 1 Fisherにおける soft-0.5, 1.0での ASRモデルごとの ASR-PBLと ASR-SBL(LSM)の結果．
WER BLEU

ASR-PBL ASR-SBL (LSM)
ASR model Soft-label soft-0.5 soft-1.0 soft-0.5 soft-1.0

None (Single-task) - 17.68
None (CE) - 20.40

None (CE-LSM) - 21.08
Attn-Specaug 9.7 - - 21.07 20.70

Attn 5.2 - - 21.01 20.87

表 2 MuST-Cにおける soft-0.5, 1.0での ASRモデルごとの ASR-SBL(LSM)の結果．

Fisher ASR-SBL: 𝜆soft = {0.5, 1.0}，MuST-C ASR-SBL:
𝜆soft = {0.25, 0.5, 0.75, 1.0} とした．𝐿ST は全て label
smoothing weight 0.1で label smoothingした CE loss(以
下，CE-LSM) を用いた．soft label の作成に必要な
事前学習された ASR モデルは，実験に用いる soft
labelのWERが高いものから低いものを用意し，そ
れらから生成された soft label を用いて ASR-PBL,
ASR-SBL の学習に用いた (付録 7.1)．ASR-SBL で
は，CE loss と同様，label smoothing を加えた設定
(ASR-SBL(LSM))と加えていない設定 (ASR-SBL)で
実験した．

5 実験結果と分析
Fisher testにおける STの BLEUの結果を表 1に示

す．(soft-0.5は 𝜆soft = 0.5を意味する．また，baseline
を CE, CE-LSMとし，それらより BLEUが向上した
ものを太字で示す．)また，それぞれの Fisherの ST
モデルの 𝜆soft ごとの ST-task BLEUと ASR-task WER
の変化を図 1 に示す (全ての図は付録 7.2 を参照)．
MuST-C (tst-COMMON)における STの BLEUの結果
を表 2に示す．また，それぞれのMuST-Cモデルの

𝜆soft ごとの ST-task BLEUと ASR-task WERの変化を
図 2に示す．
表 1から，soft-0.5の ASR-PBLと ASR-SBLにおい
て，ほとんどの場合で CE, CE-LSMと比較して精度
の向上が見られ，大体の場合 soft-1.0を上回る結果と
なった．よって，ASR-SBLが音声認識誤りに頑健な
モデルの作成に効果的であることがわかった．図 1
から，ASR-PBL, ASR-SBLの両方で，soft-0.5のとき
に BLEUが一番高い値を取ることが多い結果になっ
た．ASR-SBLに関しては図 1から，label smoothing
を入れた ASR-SBL(LSM)が多くの場合 ASR-SBLを
上回ったため，表 1に ASR-SBL(LSM)のみを記載し
ているが，label smoothingを入れていない ASR-PBL
が ASR-SBL(LSM) と同程度の性能を出すことがで
きていることが分かり，分布レベルの学習によって
label smoothingに近い効果も得られていることが予
想される．soft-1.0の結果は，ASR-PBLと ASR-SBL
の両方において，Epoch-6から Attn-CTC-Specaugへ
と WERが低いモデルになるにつれて，BLEUが高
くなっていることが分かり，誤りが大きすぎるモデ
ルを用いると精度の低下がみられることが分かる．
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(h) Attn-CTC-Specaug ASR-task
WER

図 1 Fisher (Fisher test)の BLEUと ASR-task WER．

図 1からも，soft-1.0に注目すると，WERが低いモ
デルの結果になるにつれて，ASR-task WERが高い
状態から下がっていき，BLEUの向上が見られる．
また，Epoch-6, 8, 10 のような WER が高いモデ
ルでの実験に関しても hard loss と混ぜることに
より，BLEU の向上が見られ，学習時の label に
曖昧性や誤りが perturbation となって加えられる
ことによる効果とみられる．しかし，Attn-CTC や
Attn-CTC-Specaug といった，WER が低いモデルに
関しては，ASR-PBL の soft-0.5 において BLEU の
向上が見られなかった．図 1 からも，Attn-CTC と
Attn-CTC-Specaugの 𝜆soft ごとの ASR-task WERの差
は小さくなり収束しているが，それに伴った BLEU
の向上は 𝜆soft ごとに見ても確認できなかった．こ
のことは，Fisherが電話の日常会話音声を収録した
もので，聞き返しが必要となるような聞き間違えが
起こりやすいデータと考えられ，信頼度が高く分
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(d) Attn ASR-task WER

図 2 MuST-C (tst-COMMON)の BLEUと ASR-task WER．

布が鋭いものより滑らかな分布が Fisher における
ASR-PBLでは効果的であると考えられる．
表 2から，MuST-Cでは，CEの baselineと比較し
て BLEU の向上は見られるものの，CE-LSM を上
回る結果はなく，soft-0.5が CE-LSMと同じぐらい
の結果になったことがわかる．図 2から，ASR-task
WERが滑らかで，BLEUの変動があまり見られず，
今回実験に用いた soft labelに含まれる誤りが少ない
ことから，hard lossと比較して大きな変化がなかっ
たとみられる．今後はより誤りが多い soft labelで学
習した場合や，滑らかな分布で学習した場合の精度
の変化を調査する必要がある．

6 まとめと今後の展望
本研究では，音声認識の事後確率分布，誤りを
用いて，End-to-End音声翻訳を学習する方法で，学
習に有効な音声認識の性能は，soft lossのみを用い
る場合は，誤りが少ないモデルがより効果的だが，
ASR-PBL で hard loss と soft loss を混ぜて使う場合
は，誤りがとても少ないモデルだと効果が下がるこ
とがわかり，鋭い分布よりも滑らかな分布が有効で
あることがわかった．また，ST-taskの BLEUが高い
場合，ASR-taskのWERも下がる傾向があることが
分かった．
今後の課題として，学習の際に適切な分布がどの

ような特徴を持っているのかの定量的な調査 (分布
の鋭さなど)を考えている．また，本研究では train
setの数だけラベルを Decodeする必要がある点でコ
ストが高いため，生成ラベルを削減して実現できる
手法も考えている．
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7 付録 (Appendix)

7.1 事前学習 ASRモデルの設定

7.1.1 Fisher
1. Epoch-6, 8, 10

• Attentionで epoch 30まで学習した際に保存
された，epoch 6, 8, 10のモデル．

2. Attn-Specaug
• Attention+SpecAugment [13]で epoch 50まで
学習した中で，devデータの accuracyが最
も高かったモデル．

3. Attn
• Attentionで epoch 30まで学習した中で，dev
データの accuracyが最も高かったモデル．

4. Attn-CTC
• Hybrid CTC/Attention [14, 15] で epoch 50 ま
で学習した中で，devデータの accuracyが
最も高かったモデル．Attention に対する
CTCの重みは 0.3．

5. Attn-CTC-Specaug
• Hybrid CTC/Attention + SpecAugmentで epoch

50まで学習した中で，devデータの accuracy
が最も高かったモデル．Attentionに対する
CTCの重みは 0.3．

ASR WER Soft-label WER
Epoch-6 39.7
Epoch-8 35.3
Epoch-10 28.9

Attn-Specaug 14.1
Attn 9.3

Attn-CTC 7.8
Attn-CTC-Specaug 6.7

表 3 Fisherの soft labelにおけるWER．

7.1.2 MuST-C
Total epoch: 45 / Batch size: 64 / Accum grad: 4

ASR WER Soft-label WER
Attn-Specaug 9.7

Attn 5.2

表 4 MuST-Cの soft labelにおけるWER．
7.2 Fisherの BLEUと ASR-task WER (全て
の図)
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(f) Epoch-10 ASR-task WER
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(m) Attn-CTC-Specaug BLEU

0.1 0.3 0.5 0.7 0.9 1.0
soft

20

25

30

35

40

45

50

55

60

A
SR

-ta
sk

 W
ER

CE
CE-LSM
ASR-PBL
ASR-SBL
ASR-SBL(LSM)

(n) Attn-CTC-Specaug ASR-task
WER

図 3 Fisher (Fisher test)の BLEUと ASR-task WER．
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