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1 はじめに
音声翻訳 (Speech Translation; ST) は，原言語の音
声を入力として目的言語のテキストを出力す
る技術である．従来は音声認識モデル (Automatic
Speech Recognition; ASR)と機械翻訳モデル (Machine
Translation; MT)をつなぎ合わせた Cascadeモデルに
より実現されていた．それに対し，近年ではニュー
ラルネットワークを用いた系列変換技術により，原
言語の音声を直接目的言語のテキストに翻訳する
End-to-Endモデルの研究が進んでいる．

Cascadeモデルにおいては，音声認識の結果に誤
りが含まれている場合，機械翻訳の精度も大きく低
下するという問題があり，音声認識の誤りに頑健
な機械翻訳が必要となる．End-to-End モデルでは，
事前学習された ASR，MTモデルによる Encoderと
Decoderの初期化や，ASR，MTを Sub-taskとして，
Main-taskと同時に学習をする Multi-task Learningが
精度向上のために不可欠である．しかし，一般的な
Multi-task Learningでは，正解と一致しない予測結果
に対して等しく損失が計算される．そのため，正解
系列と異なるが発音の似た予測結果と，発音の似て
いない予測結果の損失が同じになる場合があり問
題となる．よって，End-to-End モデルにおいても，
Cascadeモデルと同様に，音声認識出力の曖昧性を
考慮した学習方法が必要となる．
本研究では，End-to-End音声翻訳モデルにおいて，
音声認識出力の曖昧性を考慮した Multi-taskによる
学習方法を提案する．提案手法による実験と分析を
通じて，本手法が音声翻訳における音声認識出力の
曖昧性に対する頑健性の向上と，翻訳精度の向上に
寄与することを確認した．

2 関連研究
End-to-End音声翻訳におけるMulti-task Learning [1,

2]では，Main-taskである ST-taskを学習するだけで

なく，Encoderとその隠れベクトルを共有した上で
Sub-taskである ASR-taskの学習も同様にする．

Kanoら [3]は，Multi-taskの仕組みを用いて，語順
の差異の大きな英日 End-to-End音声翻訳において，
音声認識，機械翻訳といった比較的簡単なタスクか
ら学習し，構造を組み替えながら最終的に，入力音
声から出力系列を直接翻訳するモデルをカリキュラ
ム学習する手法を提案し，翻訳精度を向上させた．

Chuang ら [4] は，Multi-task End-to-End 音声翻訳
で，Sub-taskである ASR-taskの学習において，予測
単語と正解単語の埋め込みベクトルのコサイン類似
度を損失関数の計算に利用し，音声翻訳精度を向上
させた．これは，ASR-taskにおいて，単語の意味的
類似性を考慮することで，音声翻訳の頑健性を向上
させる試みと言える．

Osamuraら [5]は，Cascadeモデルの音声翻訳にお
いて，One-hotベクトルの代わりに，音声認識の事
後確率分布を表すベクトルを機械翻訳モデルへ渡し
学習をすることで，音声認識誤りに対する頑健性を
向上させた．
本研究では，Kanoら，Chuangらと同様にMulti-task
の手法と，Osamura らの手法をもとに，End-to-End
においても音声認識出力の曖昧性に頑健な音声翻訳
の実現を試みる．

3 関連技術
3.1 End-to-End音声翻訳

End-to-End 音声翻訳モデルは Encoder-Decoder モ
デルにより実現される． X = (𝑥1, ..., 𝑥𝑇 ) を原言
語の入力音声に対する音響特徴量の系列とし，
Y = (𝑦1, ..., 𝑦𝑁 ) を目的言語記号列とする．ここで，
𝑦𝑖 ∈ 𝑉 であり， 𝑉 は目的言語の語彙集合， 𝑇 は音響
特徴量のフレーム長， 𝑁 は目的言語記号列のトーク
ン数を表す．

𝑣 を語彙集合 𝑉 の元とすると，𝑖 番目の目的言語
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図 1 Single-task ST (左)とMulti-task ST (右)

記号の事後確率は以下の式で表される
𝑃ST (𝑦𝑖 = 𝑣) = 𝑝(𝑣 |X, 𝑦<𝑖). (1)

STの学習時の損失関数LST は，cross entropy lossを
用いて以下の式で表される

LST = −
𝑁∑
𝑖=1

𝑉∑
𝑣∈𝑉

𝛿(𝑣, 𝑦𝑖) log 𝑃ST(𝑦𝑖 = 𝑣). (2)

式中の 𝛿(𝑣, 𝑦𝑖) は，𝑣 = 𝑦𝑖 のとき 1，そうでなければ
0とする．

3.2 Multi-task End-to-End音声翻訳
Multi-task 音声翻訳においては，音響特徴量が

Encoder により隠れベクトルに変換され，その後
ST-task (Main-task) の Decoder と ASR-task (Sub-task)
の Decoderの両方を用いて学習される．式 (1) (2)よ
り，𝑃ASR を 𝑃ST と同様に定義すると，ASR学習時
の損失関数LASRは以下の式で表される

LASR = −
𝑁∑
𝑖=1

𝑉∑
𝑣∈𝑉

𝛿(𝑣, 𝑦𝑖) log 𝑃ASR (𝑦𝑖 = 𝑣). (3)

ST-task の損失関数を LST，ASR-task の損失関数を
LASR，LASRに対する重みを𝑊ASRとすると，学習時
全体の損失関数Lは以下の式で表される

L = (1 −𝑊ASR)LST +𝑊ASRLASR. (4)

3.1節で述べたモデルを Single-task ST，本節で述べ
たモデルを Multi-task ST とし，それぞれの概要図
を図 1に示す．本稿では，式 (3)における LASR を，
hard label (One-hot reference)による cross entropy loss
としてLhardで表す．

4 提案手法
本手法では，Multi-task End-to-End音声翻訳モデル

の ASR-taskの学習の際に，事前学習された ASRの
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図 2 従来手法 (左)と提案手法 (右)

事後確率分布を referenceとして与え，ASR出力の曖
昧性を考慮するよう STを学習する手法を提案する．
従来手法と提案手法の概要図を図 2に示す． 3.2
節で述べた従来手法では，正解と一致しない予測結
果に対して等しく損失が計算されてしまい，発音の
類似した予測結果と類似していない予測結果が同じ
ように損失を計算され，ASR出力の曖昧性を考慮で
きないと考えられる．
そこで提案手法では，ASR-taskにおいて，One-hot

referenceの代わりに，ASR出力の曖昧性を表す ASR
事後確率分布 (ASR posterior distribution)のベクトル
を referenceとして用いる．ASR事後確率分布は，発
音が似ている単語が同じようなスコアを持つこと
が期待されるため，どの単語が他のどの単語と発音
が類似しているか，という情報を保持している．こ
れを referenceとすることで，音声認識出力の曖昧性
に対して頑健な音声翻訳が学習できると期待でき
る．Osamura らの方法では，Cascade モデルにおい
て，事前学習された ASRにより出力される事後確
率分布を，One-hotベクトルの代わりに MTの入力
とし，チューニングすることで音声認識出力の曖昧
性に対して頑健な翻訳を実現した．それと比較する
と，本手法では，ASR事後確率分布をそのまま入力
とするのではなく referenceとして用い，損失関数の
計算方法を変える点で違いがある．

ASR事後確率分布は，事前学習されたASRを用い
て得られた，各トークンに対するスコアを持ったベ
クトルの softmaxを取り，soft labelとする．soft label
において 𝑖番目のトークン 𝑣のスコアを 𝑃soft (𝑖, 𝑣) と
すると，提案手法よる損失 Lsoft は以下の式で表さ
れる

Lsoft = −
𝑁∑
𝑖=1

𝑉∑
𝑣∈𝑉

𝑃soft (𝑖, 𝑣) log 𝑃ASR (𝑦𝑖 = 𝑣). (5)
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表 1 実験に用いた Fisher CallHome Spanishコーパス1）

dataset size

train fisher_train 415869 (138623 * 3)
dev fisher_dev 3973

fisher_dev2 3957
test fisher_test 3638

callhome_devtest 3956
callhome_evltest 1825

本実験では，LASR を以下の式として定義し，Lhard

と Lsoft の割合を，重み 𝑊soft で調整できるように
した

LASR = (1 −𝑊soft)Lhard +𝑊softLsoft. (6)

5 実験
本実験では，データセットとして，Fisher Spanish

CallHome Spanishコーパス [6]を用い，Spanish-English
(Es-En) の音声翻訳モデルを作成した．本データ
セットは，170 時間のスペイン語による電話での
日常会話音声と書き起こし，それらに該当する英
語テキストにより構成されている．音響特徴量は，
Kaldi [7] により抽出した，3 次元の pitch が付加さ
れた 83次元の Fbank+pitchを用いた．テキストは句
読点，記号を取り除き小文字化し，音響特徴量は
フレーム長 3000，テキストは文字数が 400 より大
きいものを取り除いた．実験に用いたデータセッ
トの内訳を表 1 に示す．ASR，ST モデルの学習，
評価はともに表 1 のデータを用いた．Tokenizer は
SentencePiece [8] により，最大語彙数 1000 として，
trainデータからスペイン語と英語のトークンを共有
した辞書を作成し，train, dev, testデータに適用した．

ASR，ST モデルは ESPnet [9] を用い，Trans-
former [10]により作成した．モデルの設定を表 2に
示す．soft label の作成に必要な事前学習 ASR モデ
ルは，学習後，dev データの WER が最も低いモデ
ルを用いた．ST モデルは，学習後，dev データの
BLEUスコア [11]が高いモデルを上から 5つ取り出
し，model averagingをし，最終的なモデルとして test
データで評価した．
本実験では，式 (4) (6) における 𝑊ASR を 0.3 と

し， 𝑊soft = {0.0, 0.3, 0.5, 0.7, 1.0} の 5 つの場合に
分けて実験をし，BLEU スコアにより評価した．
ベースラインである cross entropy lossを用いた条件

1） trainデータは，音声のスピードを 0.9倍と 1.1倍に調整した
ものを加えるデータ拡張をした．

表 2 ASR，STモデルの設定
ASR ST

epoch 30
encoder layers 12
encoder units 2048
decoder layers 6
decoder units 2048

attention dimension 256
attention heads 4

batch size 64
accum grad 2 4

gradient clipping 5
transformer learning late 5 2.5
transformer warmup steps 25000
label smoothing weight 0.1 0

dropout 0.1
model average 1 5

は𝑊soft = {0.0}に対応し，提案手法である soft lossを
用いた条件は𝑊soft = {0.3, 0.5, 0.7, 1.0}に対応する．

6 実験結果と分析
Fisher CallHome Spanish コーパスの test データに
よる BLEU スコアの結果を表 3 に示す．soft𝑊soft-
hard(1−𝑊soft)が，各𝑊softのパラメータでの実験を表
す．例として，soft0.0-hard1.0が，𝑊soft = {0.0}での
実験を表す．また，BLEU 4-refは 4つの referenceを
用いた BLEUスコア，BLEU 1-refは 1つの reference
を用いた BLEUスコア，↘はベースラインと比較し
BLEUスコアが低下した結果，太字は BLEUスコア
が最も向上した結果を表す．
実験結果から，testデータ全体として見ると，ベー

スラインと比較し，提案手法で BLEUスコアが低下
したものよりも，向上したものの方が多いことが分
かる．また，Fisher testデータにおいては，いずれの
場合においても，提案手法がベースラインを上回
る結果となった．また，いずれの testデータにおい
ても，提案手法である soft1.0-hard0.0，soft0.5-hard0.5
の場合の結果が，ベースラインである soft0.0-hard1.0
の結果を上回った．よって，提案手法が音声翻訳の
精度改善に効果的であるということが分かった．

soft0.5-hard0.5での Fisher testにおける出力結果を
表 4に示す．例 1では，ベースラインにおいて，"in-
tensive"と出力されるべきところが，"unthinkable"と
誤って出力されている．ここで，"unthinkable"のス
ペイン語としては"inconcebible", "impensable"が該当
する．これらは正解である"intensive"に発音が似て
おり，ASR-task の出力でこれらの単語を予測して
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表 3 testデータでの BLEUスコアの結果 ( ↘はベースラインと比較し BLEUスコアが低下した結果 )
Baseline Proposed

soft0.0-hard1.0 soft0.3-hard0.7 soft0.5-hard0.5 soft0.7-hard0.3 soft1.0-hard0.0

fisher_dev BLEU 4-ref 41.04 40.99↘ 41.40 41.20 41.51
BLEU 1-ref 23.97 23.88↘ 24.12 24.00 24.33

fisher_dev2 BLEU 4-ref 42.14 42.05↘ 42.28 42.45 42.22
BLEU 1-ref 25.17 25.23 25.22 25.30 25.32

fisher_test BLEU 4-ref 41.17 41.38 41.41 41.18 41.39
BLEU 1-ref 24.77 25.02 24.93 24.82 25.01

callhome_devtest BLEU 1-ref 14.83 15.23 15.00 15.01 14.95
callhome_evltest BLEU 1-ref 14.81 15.26 15.10 14.78↘ 15.09

表 4 Fisher testの出力結果の例 (soft0.5-hard0.5)
例 1

Label 20051028_180633_356_fsp-A-016164-016487

Ground Truth (Es) sí pero o sea sigue siendo bastante intensi
Ground Truth (En) yes but it’s still pretty intensive

Baseline (En) yes but that keeps getting pretty unthinkable
Proposed (En) yes but that keeps being pretty intense

例 2
Label 20051028_180633_356_fsp-A-033453-034134

Ground Truth (Es) es es mejor en el sentido que uno okay que hay menos riesgos pero ay
Ground Truth (En) that is the best in the sense that one okay that there are less risks but ay

Baseline (En) it’s it’s better in the sense that you don’t that there are less colds but there are
Proposed (En) it’s it’s a best in the sense that you don’t that there are less risks but

しまった結果，誤った翻訳結果を出力したと考え
られる．これに対し提案手法では，"intensive"に近
い"intense"に翻訳できている．例 2では，ベースラ
インにおいて，"risks"と出力すべきところを"colds"
と誤訳している．ここで，"colds"のスペイン語とし
て，"resfriados"が該当し，正解である"riesgos"に発音
が似ている．そのため，ASR-taskにおける予測誤り
をもとに，誤った出力をしたと考えられる．これに
対し提案手法では，正しく"risks"と翻訳できている．
これらの例においては，ベースラインと比較し，

提案手法の方では音声認識出力の曖昧性を考慮し
て，正しく出力できていると考えられる．

7 まとめと今後の展望
本研究では，音声認識の事後確率分布を用いて，

End-to-End音声翻訳の学習をする方法を提案し，音
声認識出力の曖昧性に対して頑健な音声翻訳を期待
した．実験結果から，提案手法により BLEUスコア

の向上が見られ，本手法の有効性を確認できた．
今後の課題として，ASR-taskの出力分布の可視化
をした上での定量的な分析，label smoothing loss [12]
を用いた実験での有効性の検証が必要だと考えら
れる．
また，従来研究において，Salesky ら [13] は，音
素情報を読み情報として STに用いることで，BLEU
スコアを向上させ，読み情報が STの学習に効果的
であると報告している．それを踏まえた上で，音
素，音節情報を損失関数の計算に用いて，字面から
組み取れない読みの曖昧性を考慮した STモデルを
作成できると期待しており，今後実験を進める予定
である．
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