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Encoder-Decoderモデルにおける出力長制御

菊池悠太1,a) Graham Neubig2,b) 笹野遼平1,c) 高村大也1,d) 奥村学1,e)

概要：本稿では，encoder-decoder モデルにその出力系列の長さを制御させるための取り組みについて報
告する．これは，要約のような一部の応用タスクにおいては必須とも言える機能ではあるが，従来の
encoder-decoderモデルでは明示的に取り組まれてこなかった．我々は，文要約タスクを対象に，出力系列
の長さを制御するためのいくつかの手法を提案し比較を行う．実験の結果，提案した学習ベースの手法が，
従来研究と比較してその精度を劣化させずに出力長の制御機能を獲得したことを確認した．

1. はじめに

機械翻訳に適用されて以降 [4], [18], [35]，画像キャプ

ション生成 [38], [42],構文解析 [37],対話応答生成 [21], [34]

や文要約 [5], [32]などを含む多くの系列生成タスクにおい

て encoder-decoderモデルを適用した研究が報告されてい

る．本稿においてはこのうち文要約に焦点を当てる．文要

約は，文書要約 [29]やヘッドライン生成 [8]のように，与

えられた原文 (書)集合の内容を簡潔にまとめた短い文 (書)

を生成する，テキスト自動要約の一種である．Rushら [32]

がニュース記事とタイトルから大規模な訓練データを整

備して以降，文要約はニューラルネットワークに基づく

encoder-decoderモデルの新たな適用タスクとして盛んに研

究され始めている [1], [5], [14], [15], [24], [26], [30].

要約器が持つべき重要な能力の一つとして，出力する要

約の長さを制御できることが挙げられる．ユーザが所望す

る要約の長さは，原文書から把握したい情報の粒度や要約

を読むデバイスの大きさなど，利用する条件に強く依存す

る．そのため，ユーザにより入力された所望の長さに応じ

て柔軟に出力する要約長を制御できることは非常に重要

であり，必須の能力である．実際，文書要約分野における

実験設定では原文書と同時に要約の長さ制限を入力する

のが標準となっている．しかし，その重要さに関わらず，

encoder-decoderモデルによる文要約に取り組んだ従来の研

究では，この出力長の制御という点について明確に取り組
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まれてこなかった．

本研究では，encoder-decoderモデルにおいて出力長を制

御をするための 4つの手法を提案する．そのうち 2手法は

ビーム探索に変更を加える手法であり，標準的な encoder-

decoderモデルを訓練したのち，探索時に長さの入力を受

け取る．残りの二手法は学習に基づくものであり，出力系

列の長さの指定を入力として受け取るようモデルの拡張を

行い，学習を通して出力長の制御能力を獲得する．

提案手法の有効性を確かめるために，文要約における標

準的な評価セットにおいて要約の長さ制限を変化させた時

の評価値の変化を確認した．実験により，学習ベースの手

法は長い制限長 (50 バイトおよび 75 バイト) のときに探

索ベースの手法を上回る傾向にあることが確認できた．ま

た，従来手法との比較により，我々の学習ベースの手法は

出力長の制御能力を獲得しつつもその要約精度の劣化を避

けていることを確認した．

2. 背景

2.1 関連研究

テキスト要約は自然言語処理において最も古くから研究

されてきた分野のひとつである．その多くは文書を扱う文

書要約であるが，文を対象とする文圧縮やヘッドライン生成

といったタスクも古くから盛んに研究されてきた．与えら

れた文からより短い文を生成するというタスクにおいて，伝

統的にはルール [8], [43]や統計 [9], [10], [11], [12], [20], [40]

に基づく単語の削除を行う手法が盛んに研究されており，現

在も主要なアプローチとなっている．また，単語の削除に限

らずに原文にない表現を生成するアプローチも研究されて

いる．それらのアプローチは統語的な変換 [6], [27]や句に

基づく統計的機械翻訳の枠組みを利用したもの [3], [7], [41]

などが報告されている．
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図 1 Annotated English Gigaword Corpusにおける原文（本文の一文目），要約文（タイトル）の

長さ，またそれらの比率のヒストグラム．括弧内の数値はコーパス全体での平均値である．

Rushらは，Annotated English Gigaword Corpusに含まれ

るニュース記事から，大量の訓練事例の自動構築を行った．

これにより，文要約タスクにおいても，encoder-decoderモ

デル [4], [18], [35]や attention機構 [2], [25]といった近年

注目されているニューラルネットワークに基づいた研究

が増加している．いくつかの研究は，機械翻訳などと共に

系列生成タスクのベンチマークの一つとして利用してい

る [1], [24], [30]. 一方で，文要約というタスクの性質に着目

し，原文からのコピーといった人間による要約にも高頻度

で出現する現象を捉えたモデルの拡張を行う研究も存在し

ている [14], [15]. Nallapatiらは，原文に埋め込まれたキー

ワードを考慮する場合や複数文を入力する場合など，要約

における重要な側面について幅広い調査を行った [26]．

言語モデルにおいて文の長さを考慮した研究として，

Rosenfeld らによる whole-sentence language models[31] な

どが挙げられる．しかしながら，冒頭で述べたように，

encoder-decoder モデルやニューラル言語モデルにおいて

は，出力文の長さの制御について明示的に取り組んだ研究

は存在しない．

2.2 Encoder-Decoderモデルにおける出力長の制御
1節で述べた通り，文書要約における最も標準的な設定

では，要約対象である原文書と所望する要約の長さを同時

に要約システムへの入力とする．そのため，要約システム

は任意の長さで要約を生成できることが求められ， これ

は encoder-decoderモデルに基づく要約器においても同様

である．

基本的に，encoder-decoderモデルが出力する系列の長さ

は，その訓練データに含まれる事例の統計値に依存する．

たとえば，本稿では Annotated English Gigaword Corpusか

ら構築された訓練データを用いるが，人手による要約文

の平均長は 51.38byteである．図 1に，Annotated English

Gigaword Corpusにおける文長の統計値を示す．実際，本

コーパスで標準的な encoder-decoderモデルを訓練し，標準

的なビーム探索をを行うと，その出力系列の長さは 40-50

バイトになる傾向にある．しかしながら，これまで述べた

ようにその出力長は使途に応じて柔軟に変化するべきであ

る．例えば，本タスクでよく用いられる評価セットである，

DUC2004の共通課題 1は 75バイトという要約長の制限が

規定されている．75バイトよりも長い文に対しては 75バ

イトに達するまで文末の文字が削除される．一方で，75バ

イトよりも短い長さの要約に対する追加点は与えられない

ため，要約システムはできるだけその制限長に近い長さの

要約を出力することが求められる．

Rushらのモデルをはじめとする従来のニューラル文要約

モデルでは，モデルそのものに出力長を制御する機能を持

たないため，DUC2004による評価時はアドホックな手法

を用いている．具体的には，モデルが文の生成を終える時

に用いる文末記号に対応するシンボル (EOSタグ)の生起

確率に −∞を割り当てる．モデルから EOSを出力する機

能を排除する代わりに，出力単語数がある閾値*1に達した

ら出力を終える．最終的に，要約の長さが 75バイトに収

まるように文末から文字を切り取る．本来であれば，モデ

ルは指定された要約長に応じてその振る舞いを変化させ，

適切なタイミングで自ら EOSタグを出力できることが望

まれる．

3. Attention機構付きEncoder-Decoderモデル

本節では，本研究で用いる encoder-decoderモデルについ

て説明する．具体的には， encoderとして両方向 Recurrent

Neural Network (RNN)を利用する，attention機構を備えた

モデルである．図 2に我々のモデルの概要を示す．

モデルは， 単語の系列として表された原文 x =

(x1, x2, x3, ..., xN ) を要約対象として受け取り (原系列)，

対応する要約文 y = (y1, y2, y3, ..., yM )を出力する (目的系

列)．モデルは原文が与えられたときの要約文の条件付き

確率 p(y|x)を推定するためのパラメータを大規模な訓練
事例 (原文-要約文対)の集合から学習する．この条件付き

確率は，これまで観測した履歴に条件付けられた各単語の

生起確率の積に分解される:

*1 Rushらが公開している実装 (https://github.com/facebook/NAMAS)
では，この閾値を表すデフォルト引数は 15 単語に設定されて
いる．なお，DUC2004 の評価セットに含まれる平均の単語数は
10.43 である．
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図 2 本稿で用いる encoder-decoder モデルの概要図．

p(y|x) =
M∏
t=1

p(yt|y<t,x),

ここで，y<t = (y1, y2, y3, ..., yt−1). 以降では，この条件付

き確率 p(yt|y<t,x)の計算方法について説明する．

3.1 Encoderとしての両方向 RNN
Encoderは入力された原文系列を後段の decoderを条件

付けるための内部状態へ変換 (エンコード)するための機構

である．本研究では，encoderとして，ニューラル機械翻

訳 [2]や音声認識 [13], [33]において効果が確認されている

両方向 RNN(BiRNN)を用いる．

BiRNNは，原系列を順方向 (文頭から文末)と逆方向 (文

末から文頭)で独立に処理する二種類の RNNを用いる．す

なわち，エンコードを終えた時点で現系列を順方向に処

理した履歴としての隠れ層のリスト (
−→
h 1,
−→
h 2, ...,

−→
hN )と，

逆方向に処理した場合の隠れ層のリスト (
←−
h 1,
←−
h 2, ...,

←−
hN )

を以下のように計算する:

−→
h t = g(

−→
h t−1, xt),

←−
h t = g(

←−
h t+1, xt).

ここで g は RNNで用いる任意の活性化関数であり，本稿

では Long short-term memory (LSTM)[16]を用いる．LSTM

を利用する場合は，隠れ層に加え両方向に対応するメモ

リーセル −→c t(あるいは←−c t)を持つ．

エンコード処理を終えると，次節で説明する decoderの

初期内部状態（隠れ層 s0およびメモリーセルm0）を以下

のように初期化する．

s0 =
←−
h 1,

m0 = ←−c 1.

3.2 Decoderおよび Attention
Decoderは，encoderによりもたらされる原系列の情報に

基づき対応する目的系列を出力 (デコード)する．本研究で

は，decoderとして encoderと同様に，LSTMをその活性化

関数として持つ RNNを用いる．

加えて，Luongらによる attention機構 [25]をモデルに組

み込む．Luongらの手法は，デコードの各ステップにおい

て，その時刻における decoderの隠れ層 stを用いて以下の

文脈ベクトル dt を計算する．まず，前節で求めた両方向

の隠れ層を加算したベクトル h̄i =
−→
h i +

←−
h i を原文の情報

として保持する．文脈ベクトル dt は，これらの重み付き

平均として計算される:

dt =
∑
i

atih̄i,

ここで ati は tステップ目における原系列中の i番目の単

語の重みであり，softmax関数により計算される:

ati =
exp(st · h̄i)∑
h̄′ exp(st · h̄′)

.

文脈ベクトルを計算した後，文脈情報付き隠れ層 s̃と次

ステップにおける単語の予測確率 p(yt|y<t,x)を計算する:

s̃t = tanh(Whs[st;dt] + bhs),

p(yt|y<t,x) = softmax(Wsos̃t + bso).

このとき確率が最大となった単語 yt は，tステップ目の出

力となるとともに，t + 1ステップ目における LSTMへの

入力となる．また ytに加えて，Luongらの input feeding構

造に基づき，s̃t も同様に t+ 1ステップ目の LSTMへの入

力に用いる．

3.3 目的関数

訓練における目的関数は訓練データ集合 D における対

数尤度の最大化である:

Lt(θ) =
∑

(x,y)∈D

log p(y|x; θ),

p(y|x; θ) =
∏
t

p(yt|y<t,x).

ここで θはモデルが持つ訓練対象のパラメータである．

訓練後は，入力される原文 xに対し，p(y|x; θ)を最大化
する出力系列 yをビーム探索により求める．

4. 出力長制御手法

本節では，encoder-decoderモデルを用いて出力の長さを

制御するための 4つの手法を述べる．まず，はじめに訓練

するモデルそのものには変更を加えず，ビーム探索時に出

力系列の長さを考慮する 2つの手法を説明する．その後，

出力長の制御を学習により獲得させるためにモデルそのも

のに変更を加える 2つの手法について述べる．本稿におい

ては，実験に用いる評価セットに合わせてバイト数を長さ

の単位として実験を行うが，単語を長さの単位にすること

も同様に可能である．

4.1 fixLen: EOSタグの排除による固定長ビーム探索
本手法は，従来の多くのニューラル文要約手法で適用さ
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図 3 LenEmb: 出力すべき残り長さを LSTM への追加的な入力と

する．

れている方法に類似した方法である．具体的には，各ス

テップにおける EOSタグの生起確率を −∞に設定する．
通常，encoder-decoderモデルは文末記号である EOSタグ

を生成することでその出力を終えるため，これはすなわち

モデル自身では文の生成を終えること出来ないことを意味

する．そのため本手法では，出力系列が指定の長さに達し

た時点で強制的に生成を止めることで指定した長さに応じ

た出力系列を得る．このとき，必ず指定長よりも短い系列

を得るために，指定長を超えた最後の単語については EOS

タグに置き換える．また生起確率についても同様に，最後

の単語の確率の代わりに EOSタグ本来 (すなわち，−∞に
置換する前)の生起確率を用いて文全体の生起確率を修正

する．

4.2 fixRng: 出力長の範囲を規定するビーム探索
本手法では，fixLenのように探索時における EOSタグ

の排除は行わない．そのかわり出力系列の長さの許容範囲

(最大値と最小値)を規定し，その範囲を超えた長さで EOS

タグを出力した系列全体をビームから削除することで所望

の長さの出力系列を得る．

具体的には，標準的なビーム探索の手続きに加え，以下

の二つの規則を追加する:

• モデルが EOSタグを生成した時，その出力系列の長

さが最低値未満であった場合，その系列をビームから

削除する．

• モデルが EOSタグ以外の単語を生成したことでその

系列の長さが最大値を超えた場合，その系列をビーム

から削除する．

言い換えると，規定された範囲内で EOSタグを出力した

系列のみがビームに残る．本手法は decoderによる文生成

のプランニングを尊重することと，出力長を指定すること

のトレードオフを取った手法となっている．本手法はビー

ム探索中に系列を積極的に削除するため，指定範囲が訓練

データの平均長と大きく異なる場合は他手法と比較して大

きいビーム幅が必要になることに注意されたい．

4.3 LenEmb: 長さ埋め込みベクトルの導入
本節および 4.4節の 2種類の手法は，出力長の制御機能

を訓練を通じて獲得するためにモデルに拡張を加える．近

年，decoderへの追加的な情報の入力が，その出力系列の

特性を変化させることが確認されている [22], [39]．本手法

はそれらの知見に基づき，長さの情報を decoderへの追加

入力とする．

具体的には，本手法では近年のニューラルネットワーク

を用いた自然言語処理において標準的に用いられている

単語の埋め込み (word embedding) と同様に長さ埋め込み

Wle ∈ RE×L をを導入する．Lは長さの異なり数であり，

Wle は訓練対象のパラメータである．デコードの各ステッ

プにおいて，その時点における出力するべき残りの長さ lt

についての長さ埋め込みベクトル e2(lt) ∈ RE を decoder

の LSTMへの追加的な入力とする．図 3に本手法において

用いる decoderの LSTMを示す．

lt は encoderによるエンコード処理が終わったあとに初

期化され，decoderによるデコード処理の過程で以下のよ

うに更新される:

l1 = length,

lt+1 =

{
0 (lt − byte(yt) ≤ 0)

lt − byte(yt) (otherwise),

ここで，byte(yt)は tステップ目における出力単語 yt の長

さを返す関数であり，lengthはモデルが指定された出力長

である．

各ステップにおいてモデルが出力するべき長さについて

の情報を入力することにより，decoderは残された長さに

応じた文生成のプランニングが可能になる．

4.4 LenInit: 出力長に応じたメモリセルの初期化
LenEmbでは decoderの各ステップにおいて出力するべ
き残り長さ ltを入力していたが，本手法では LenInitをデ
コード処理の最初に一度だけ入力する．具体的には，指定
された出力長の情報を用いて decoderの LSTMの状態 (隠
れ層 s0およびメモリセルm0)を以下のように初期化する:

s0 =
←−
h 1,

m0 = bc ∗ length. (1)

ここで，ベクトル bc ∈ RH は訓練対象のパラメータであ

り，lengthは指定された出力長である．本手法を適用した

モデル構造を図 4に示す．

各ステップで残り長さの情報を明示的に入力していた

LenEmbと異なり，本手法におけるモデルはその内部状態

を用いて出力長の制御を行う．内部状態としてメモリーセ

ルを備えた LSTMはこの目的に適していると考えられる．

出力長を制御する機構として，既存のメモリーセルを置

き換えずに長さ専用のメモリーを追加するなど，ほかの方
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図 4 LenInit: 長さに依存した decoder のメモリーセルm0 の初期化．
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図 5 DUC2004における原文（本文の一文目），要約文（タイトル）の長さ，またそれらの比率

のヒストグラム．括弧内の数値はコーパス全体での平均．

法も考えられるが，このようなシンプルな拡張でも効果的

に働くことを実験を通して確認した．

5. 実験

5.1 データセット

訓練データとして，Rushら [32]がニューラル文要約の

ために構築した Annotated English Gigaword Corpus[28]の

一部を利用した．前処理として彼らの公開しているスクリ

プトを利用した*2.

本データセットは約 360万対のニュース記事本文の１文

目とそのタイトルの組で構成されている．本データセット

の長さに関する統計値は図 1 に示したとおりである．ま

た，文頭 (BOS)，文末 (EOS)，未知語 (UNK)タグを含めた

原文の語彙サイズは 116,875であり，要約文の語彙サイズ

は 67,564であった．LenEmbおよび LenInitについては，

訓練時にはその訓練事例の要約文の長さを入力する．それ

ぞれ長さに応じた独立したモデルを訓練するわけではな

く，指定した長さに柔軟に対応する一つのモデルを訓練す

ることに注意されたい．

モデルの評価は，DUC2004における共通課題 1 (gener-

ating very short single-document summaries)にて行う．本評

価タスクでは，要約システムは入力された文書に対して 75

バイト未満という非常に短い長さの要約を出力することが

求められる．75バイトを超えた分のテキストは強制的に

切り取られ，75バイトよりも短い文を生成したとしても加

*2 https://github.com/facebook/NAMAS

点は与えられない．本タスクには合計 500の原文書に対し

最大 4つの人手で書かれた要約 (参照要約)が付与されてい

る．図 5に，本評価セットにおける長さに関する統計値を

示す．

本研究では出力長の制御能力を評価するため，75バイト

の他に制限長を 30バイト，50バイトと変化させたときの

評価値の変化を確認する．これにより各々のモデルの出力

系列は短くなるが，全ての条件において参照要約について

は 75バイトのまま評価値を計算することに注意されたい．

自動評価尺度として ROUGE[23] を用いた．評価を行

う言語単位としてはユニグラム (ROUGE-1)，バイグラム

(ROUGE-2)及び最長共通部分列 (ROUGE-L)を用いた．

5.2 実装の詳細

パ ラ メ ー タ の 学 習 は Adam[19](α=0.001, β1=0.9,

β2=0.999, eps=10−8)により行い，ミニバッチのサイズは

80とした．計算量の効率化を図るため，同じバッチ内の

事例の長さを出来るだけ揃えるようにした．具体的には，

まず 10,000バッチ（800,000事例）分の訓練事例を読み込

み，ソートにより原文の長さが同じ 80事例ずつのグルー

プを作成し，その 10,000個のグループを無作為に並べ替

えたものを順に読み込みパラメータの更新を行った．

単語埋め込みベクトルEの次元は 100，隠れ層の次元Hは

200とした．Jozefowiczらの報告 [17]に倣い，LSTMの for-

get gateのバイアスのみを 1.0に初期化し，他の gateのバイ

アスの初期値は 0.0とした．モデルの実装には Chainer[36]
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30 byte 50 byte 75 byte

model ROUGE-1 ROUGE-2 ROUGE-L ROUGE-1 ROUGE-2 ROUGE-L ROUGE-1 ROUGE-2 ROUGE-L

fixLen 14.35 3.10 13.24 20.01∗ 5.99 18.27∗ 25.88∗ 7.93 23.07∗

fixRng 14.32 3.13 13.23 20.08∗ 5.75 18.19∗ 26.02 7.69∗ 22.78∗

LenEmb 14.24 3.22 13.02 20.79 5.98 18.57 26.73 8.40 23.88
LenInit 14.31 3.28 13.20 20.88 6.17 19.01 25.87∗ 8.28 23.25

表 1 いくつかの要約長制限による各手法の ROUGE値．∗は，各列について太字で示された最
高値と比較して，並べ替え検定 (p ≤ 0.05)により有意な差が確認できた値を示している．

source five-time world champion michelle kwan withdrew from the #### us figure skating championships on wednesday ,

but will petition us skating officials for the chance to compete at the #### turin olympics .

reference injury leaves kwan ’s olympic hopes in limbo

fixLen (30) kwan withdraws from us gp

(50) kwan withdraws from us skating championships

(75) kwan pulls out of us figure skating championships for turin olympics

fixRng (30) kwan withdraws from us gp

(50) kwan withdraws from figure skating championships

(75) kwan pulls out of us figure skating championships for turin olympics bid

LenEmb (30) kwan withdraws from us figure

(50) kwan withdraws from us figure skating championships

(75) world champion kwan withdraws from #### olympic figure skating championships

LenInit (30) kwan quits us figure skating

(50) kwan withdraws from #### us figure skating worlds

(75) kwan withdraws from #### us figure skating championships for #### olympics
表 2 各手法が実際に出力した文の例．

を利用した．

LenEmb において，L は 300 とした．これは本研究で

用いるデータセットにおける要約文の最大長よりも大き

な数である (図 1-(b)および図 5-(b)を参照されたい). ビー

ム探索時のビーム幅は fixRng 以外のモデルでは 10とし

た．前述の通り fixRngでは多くの事例がビームから削除

されるため．ビーム幅を 100にして実験を行った．また，

fixRng における範囲の最大値は指定された長さ，最小値

は最大値から 5を減じた値を用いた．

6. 実験結果

6.1 ROUGEによる評価
表 1に，各長さ制限における ROUGE値を示す．ここで，

fixLenおよび fixRng はその性質上，出力系列の長さに

関するハードな制約があるため必ず制限長以下の長さの系

列が出力されるが，LenEmbと LenInitはハードな制約

として長さの制御を学習しているわけではないため，ビー

ム探索の終了時には制限長を微妙に超える系列も存在して

しまう．比較を公平に行うため，ROUGE値を計算すると

きは LenEmbおよび LenInitにも長さをハードに制約し

たビーム探索を行う．具体的には，fixRng における最小

値を 0にした設定でビーム探索を行う．

ただし，以降の節で詳しく述べる表 2，表 3および表 4-(a)

については長さに関する制約は一切用いずにビーム探索を

行った結果を示す．これは，学習ベースの手法に基づいた

モデルが獲得した出力長の制御の能力を示すためである．

表 1 を見ると，学習に基づく手法（LenEmb および

LenInit）は，50 バイトおよび 75 バイト設定において

探索に基づく手法 (fixLenおよび fixRng)を上回る傾向

にあることがわかる．しかしかながら，30バイト設定にお

いて両者に有意な差は見られなかった．これは，30バイト

設定においてモデルが強いられる平均圧縮率は 15.38%で

あり，訓練時に観測した平均圧縮率である 30% (図 1-(c))

との乖離が大きいことが原因として考えられる．

6.2 各手法の出力例

表 2および表 3に，訓練データセットの検証セットにお

いて各モデルが出力した要約を示す．表より，4つの手法

のいずれの例においても，多くの場合で定性的に破綻の無

い文を生成できていることが確認できる．“#### us figure

championships”*3や “withdrew”に対する多様な言い換えな

どが観測できることは従来のニューラル文要約タスクでも

報告されていたが，本稿の提案手法でも同様に観測できた．

また，表 3における LenEmbおよび LenInitの 30バイト

設定のように一つの名詞句としてタイトルを生成すること

は，短い要約文が必要なケースにおいて有効な能力である

といえる．

*3 “#”は，数字を置き換えたタグであり，“us”は “US” (United States)
を意味している.
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source at least two people have tested positive for the bird flu virus in eastern turkey , health minister recep akdag told a

news conference wednesday .

reference two test positive for bird flu virus in turkey

fixLen (30) two people tested positive for

(50) two people tested positive for bird flu in eastern

(75) two people tested positive for bird flu in eastern turkey says health minister

fixRng (30) two infected in bird flu case

(50) two tests positive for bird flu in eastern turkey

(75) two people tested positive for bird flu in eastern turkey says minister

LenEmb (30) two bird flu cases in turkey

(50) two confirmed positive for bird flu in eastern turkey

(75) at least two bird flu patients test positive for bird flu in eastern turkey

LenInit (30) two cases of bird flu in turkey

(50) two people tested positive for bird flu in turkey

(75) two people tested positive for bird flu in eastern turkey health conference
表 3 各手法による別の実例．

logp(y|x) byte sentence

-4.27 31 two cases of bird flu in turkey

-4.41 28 two bird flu cases in turkey

-4.65 30 two people tested for bird flu

-5.25 30 two people tested in e. turkey

-5.27 31 two bird flu cases in e. turkey

-5.51 29 two bird flu cases in eastern

-5.55 32 two people tested in east turkey

-5.72 30 two bird flu cases in turkey :

-6.04 30 two people fail bird flu virus
(a) LenInit のビームの最終状態．

logp(y|x) byte sentence

-5.05 57 two people tested positive for bird flu in eastern turkey

-5.13 50 two tested positive for bird flu in eastern turkey

-5.30 39 two people tested positive for bird flu

-5.49 51 two people infected with bird flu in eastern turkey

-5.52 32 two tested positive for bird flu

-5.55 44 two infected with bird flu in eastern turkey

-6.00 49 two more infected with bird flu in eastern turkey

-6.04 54 two more confirmed cases of bird flu in eastern turkey

-6.50 49 two people tested positive for bird flu in turkey
(b)出力系列の長さを考慮しなかった場合のビームの最終状態．

表 4 LenInit と長さの考慮を伴わない encoder-decoder モデルにおけるビームの最終状態．

6.3 学習ベース手法の出力長制御能力

表 4-(a)は，表 3の 30バイト設定において LenInit が

要約文を出力した際の最終的なビームの状態である．長さ

について一切制約を加えない標準的なビーム探索であるに

も関わらず，ビーム内のすべての系列が指定した 30バイ

トに近い長さの文になっており，学習に基づく LenInitの

モデルがその出力長の制御能力を獲得していることがわか

る．なお，この傾向は LenEmbにおいても同様であった．

比較として，表 4-(b)に明示的に長さについて考慮しな

い標準的な設定で訓練した encoder-decoderモデル (すなわ

ち，fixLenおよび fixRngで用いたもの)に対して標準的

なビーム探索を行った際の最終的なビームの状態を示す．

この例においても要約文自体は破綻のない原文に沿った

ものになっているものの，その長さは多様であることがわ

かる．

6.4 既存手法との比較

最後に本節では，DUC2004の共通課題 1における標準

的な 75バイト設定における従来手法との比較を行う．本

稿の目的は本評価セットにおける最高精度を獲得すること

ではないものの，出力長の制御機能を獲得した我々のモデ

ルが ROUGE値の観点で従来手法とどう異なるかを確認す

model ROUGE-1 ROUGE-2 ROUGE-L

fixLen 25.88 7.93 23.07

fixRng 26.02 7.69 22.78

LenEmb 26.73 8.40 23.88

LenInit 25.87 8.28 23.25

ABS[32] 26.55 7.06 22.05

ABS+[32] 28.18 8.49 23.81

RAS-Elman[5] 28.97 8.26 24.06
RAS-LSTM[5] 27.41 7.69 23.06

表 5 従来手法で報告されている ROUGE値との比較．上 4行は表 1

からの再掲.

ることは興味深い．

表 5に，表 1から再掲した我々の手法の ROUGE値と，

主な従来手法による ROUGE 値を示す．提案手法のうち

fixLen が，モデルそのものの複雑度を無視した場合に，

ABS[32]を始めとした他の従来手法と最も似た設定での実

験を行っている．表 5に示す結果から，fixLenと従来手

法との間には精度の面で大きな差異がないことが確認でき

る．また，学習ベースである LenEmbおよび LenInitが，

ROUGE値の劣化を避けつつ出力長の制御能力を獲得して

いることも分かる．
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7. おわりに

本研究では，文要約タスクを対象に，encoder-decoderモ

デルにおいてその出力系列の長さを制御させるための取り

組みを行った．本稿では探索ベースや学習ベースの 4つの

手法を提案し，定量的および定性的な実験を行った．実験

の結果，学習ベースの手法が探索ベースの手法を上回る傾

向にあることが分かり，学習ベースの手法はその出力系列

の長さを制御する機能を，ROUGE値の劣化を伴うことな

く獲得できていることが分かった．
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