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ボトルネック特徴量を用いた感情音声の認識

向原 康平1,a) サクリアニ サクティ1 グラム ニュービック1 戸田 智基1 中村 哲1

概要：音声認識システムは一般に広く使われるようになっており，感情のこもった音声を自動認識する機
会が多くなってきた．しかし，感情の揺らぎは音声に影響を与え，平静音声を想定している通常の音声認

識システムでは認識精度の低下を引き起こす．本研究では感情音声の入力に対する認識精度向上のため，

ディープニューラルネットワークを用いて作成するボトルネック特徴量に着目する．ボトルネック特徴量

とは，隠れ層のノード数を少なくしたボトルネック構造のニューラルネットワークから抽出する特徴量であ

る．ボトルネック特徴量は特徴量強調が行われ、感情音声のゆらぎに左右されない音素の本質的な成分を

抽出することができると考えられる．ボトルネック特徴量を用いたモデルを感情音声の認識に用いた結果，

通常の音声認識モデル，感情に対して適応学習を施したモデルと比べて音声認識精度の向上が確認できた．
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Abstract: Automatic speech recognition (ASR) system is used for emotional speech. However emotion infu-
lence speech signal. Therefore emotional speech degrades ASR quality. In this study, we focus on bottleneck
features for emotional speech recognition. The bottleneck features are made by deep neural network hidden
layer which has small number nodes than other layer. We think bottoleneck sturucture can extract features
and bottleneck features represent phoneme essential features. By using bottleneck features for emotional
speech recognition, we confirm improvement results compared with emotion adaptation model and normal
model.
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1. はじめに

音声認識は技術的な発展からめざましい進歩 [1]を遂げ

ているが，その認識精度が発話の環境や性質に強く依存す

ることは依然として大きな問題である．例えば雑音のある

野外や残響の発生するホール，人間が感情を込めた音声 [2]

を入力する場合などがあげられる．このような問題に対し

て，周囲の環境による影響を軽減するための雑音除去や残

響除去 [3]は多く行われているものの、人間の感情に対応

した音声認識システムはまだ少ない．
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通常，音声認識では平静状態で発声された音声情報と言

語情報の関係をモデリングするため，感情音声をそのま

ま音声認識システムに入力した場合，認識精度は低下す

る [4]．従来，感情音声の認識には音声の感情状態や変動に

対して適応学習手法が用いられてきた．音声特徴量に対し

て適応学習する手法 [5]や発話の内容に対して適応学習す

る手法 [6]である．適応学習手法は適応のターゲットとな

る感情とテストデータの感情が一致している場合、認識精

度の向上が見込めるが、一致しない場合は認識精度の向上

は見込めない．また感情に関して適応モデルを作成する場

合，モデルの数は定義する感情の個数必要になる．

本研究では従来法の問題点を解決するために，ディープ

ニューラルネットワークを用いたボトルネック特徴量 [7]
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の抽出を感情音声の認識に用いる手法を提案する．ボトル

ネック特徴量はニューラルネットワークの中間層のユニッ

ト数を少なく抑えるボトルネック構造のネットワークから

抽出される．ボトルネック構造の中間層で抽出している特

徴は入力特徴量を次元圧縮し，入力の代表的な特徴を表現

した値になっていると考えられる．本研究では感情音声を

ネットワークに入力し，音素を出力のターゲットとして学

習を行う．そのため感情による音素のゆらぎに影響の少な

い特徴量になって出力されることが期待される．従来法と

比較すると，感情を含む音声をすべて使ってネットワーク

を作成することができるため，感情に合わせてモデルを作

る必要がなくどの感情にも対応できる．

実験では通常のモデル，感情適応モデル，ボトルネック

特徴量モデルのそれぞれに対して感情音声を認識させた．

その結果，ボトルネック特徴量モデルはモデルを複数作る

ことなく，他のモデルと比べて感情音声の認識精度の改善

が確認できた．

2. GMM/HMM 音声認識

本研究では感情音声に対して音響モデルの対応を行うこ

とで認識精度向上を図る．本節ではその時に用いられる，

音響モデルとその適応学習について説明を行う．

2.1 音声認識の定式化

音声認識は，入力音声系列から得られるフレーム単位の

特徴量ベクトル系列 Xを用いて単語列Wを求める問題と

してとらえることができる．この問題は以下のように定式

化することができる [8]．　

Ŵ = argmax
W

P (W |X) (1)

この問題における P (W |X)は直接推定する代わりに，ベ

イズの定理を用いて以下のように変形することが一般的で

ある．

Ŵ = argmax
W

P (W )P (X|W )

P (X)
(2)

この時，P (X)は音声認識の結果に関わらず音声特徴量に

より一定となり，分母にある P (X)は結果には影響を与え

ないため，取り除くことができる．

Ŵ = argmax
W

P (W )P (X|W ) (3)

与えられた特徴量ベクトル系列に対して式 (3)を満たすW

を決定するのが音声認識の計算になる．音声認識において

P (W )を言語モデル，P (X|W )を音響モデルと呼ぶ．本

研究では音響モデルを取り扱うことで感情音声の認識精度

を向上させる．

2.2 音響モデル

音響モデルは音声認識において P (X|W )で表現される

ことを前節で述べた．これは与えられた単語W から特徴

量ベクトル系列 X が生成される確率をモデル化したもの

である [9]．通常，単語W から直接 X を推定されること

はなく単語を構成する音素単位でモデル化されるのが一般

的である．単語と音素列の関係は発音辞書と呼ばれる辞書

によって定義されている．音響モデルは音素と音声特徴量

を隠れマルコフモデル（HMM: Hidden Markov Model）を

用いてモデル化する．

HMMの各状態に対する出力確率はその音素に対する音

声特徴量の分布を決定するモデルで決まる．このモデル化

は混合ガウス分布（GMM: Gaussian Mixture Model）や

ディープニューラルネットワークなどで行われる [10]．

2.3 MLLR適応

音声認識には発話者のごく少量の音声を用いて発話者

の発声の音響的な特徴をシステムに適応させる話者適応

化 [11]という技術がある．感情音声においても適応学習が

使われる [12]．ここではその代表例の一つである最尤回帰

（MLLR: Maximum Likelihood Linear Regression）法につ

いて説明を行う．MLLR法は少ない学習データ量でも高い

性能が期待できるため話者適応において広く用いられてき

た．MLLR法は HMMの持つ各ガウス分布の平均ベクト

ル µ=(µ1,..., µn)を変換させることで行われる．式 (4)に

µに関するアフィン変換の式を示す．この時，nは特徴ベ

クトルの次元数を表している．

µ̂ = Aµ+ b (4)

ここで Aは n × nの行列であり，bは次元数 nのベクト

ルである．この A, bを尤度最大化基準で推定する．全て

のガウス分布で一つの A ,bを共有する場合は入力データ

量が少ない場合でもモデルの変化が見込め，性能改善が期

待できる．

3. 提案手法

本研究ではボトルネック構造のディープニューラルネッ

トワークから抽出するボトルネック特徴量を用いて，感情

音声を入力とした場合の認識精度向上を図る．本章では提

案手法を構成する要素についてそれぞれ説明を行う．まず

ネットワークから得た特徴量を音声認識に用いる Tandem

アプローチ [13]について説明を行う．その後ボトルネック

特徴量について説明を行い，最後にネットワークがどのよ

うに学習されるか説明を行う．

3.1 Tandemアプローチ

Tandem アプローチはディープラーニングが音声認識

に適用される前から提案されてきた MLP （Multi Layer

Perceptron）とGMMの複合アプローチである [14]．音声

認識ではより高い認識性能を実現するために特徴量選択や

特徴量抽出の工夫がされてきた．Tandemアプローチもそ
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の一つでありMLPを特徴量抽出のためのモデルとして用

いる．Tandemアプローチでは通常の入力ベクトル xt は

MLPの出力ベクトルを正規化したベクトルΨ(yt)に変換

される．この Ψ(yt)は GMMによってモデル化され，元

の特徴ベクトル xt の出力分布 P (xt| qt)は P (Ψ(yt)| qt)
に比例するとして利用される．このときのMLPは入力特

徴量の音素を学習するように設計されるのが一般的であ

る．Tandemアプローチの場合は補助的に識別問題を解く

ように学習することでそのネットワークを特徴量抽出の部

品とする．このアプローチの優れている点はディープラー

ニングによる学習を用いてよりよい特徴量を発見するとし

てことができる点である．本研究では Tandemアプローチ

をディープニューラルネットワークに適用した．

3.2 ボトルネック特徴量

本研究で用いるボトルネック特徴量はディープニューラ

ルネットワークの中間層のうち，1層を他の層のノード数

よりも少なくした層から得ることのできる特徴量である．

一般的にボトルネック構造のネットワークはクラス分類に

必要な情報を適切に低次元の特徴量に変換することができ

るといわれている．ボトルネック特徴量を用いたニューラ

ルネットワークの代表的なものはオートエンコーダである．

オートエンコーダはボトルネック構造であるネットワーク

によって自身の情報を低い次元に落としたあと出力層に自

身を写像する．この時ボトルネック中間層には入力情報を

よく表現できるような学習がなされる．音声認識にボトル

ネック構成を用いる場合，入力は特徴量ベクトル，出力は

音素ラベルの形が多い．この場合，ボトルネック特徴量と

して期待されるのは音素の本質的な情報を再現可能な形で

表現できる特徴量であり，ネットワークはそのように学習

されることが期待される [15][16]．本実験で用いるボトル

ネック構造のディープニューラルネットワークの構造を図

1に示す．

ボトルネック構造による学習は pre-training と fine-

tuning に分けられる．pre-training では入力層から順に

ボトルネック中間層に向けてオートエンコーダを用いた学

習を行う．pre-trainingが終了するとボトルネック中間層

からＨＭＭ状態を表現している出力層までをつなげて学習

する，fine-tuningを行う．この時，出力層はＨＭＭ状態数

の数だけノードを持っており，入力音声に対応する音素を

出力するように学習が行われる ．

4. 実験

4.1 実験設定

異なる構造を持つ音響モデルに対して感情音声を入力し

それぞれの認識精度を確認する．本実験では日本語話し言

葉コーパス（Corpus of Spontaneous Japanese, CSJ）のコ

アデータ（約 45時間，50万語）をもとにして音響モデル

図 1 ボトルネック構造ディープニューラルネットワーク

Fig. 1 The bottleneck structure of deep neural network.

を学習した．具体的には３通りのモデルを比較する．

CSJモデル

CSJのみを学習データとして用いた音響モデル．

CSJ/MLLRモデル

実験時，入力される感情音声と同じ種類の感情を適応

学習するモデル．

CSJ/BNFモデル

感情音声を学習データとして，ボトルネック構造の

ディープニューラルネットワークをからボトルネック

特徴量を抽出する Tandem アプローチを適用したモ

デル．

それぞれの音声認識システムに対して，感情音声を入力し

各感情に対して有効かどうか確認する．

本研究において，感情音声を用いたテスト・学習には

感情評定値付きオンラインゲーム音声チャットコーパス

（OGVC: Online gaming voice chat corpus with emotional

label ）を用いた [17][18]．OGVCはオンラインゲーム中の

プレイヤー同士の音声チャットの発話をもとに収録されて

おり，自発対話音声と演技音声の 2種類で構成されている．

本研究では，演技音声を感情音声として用いた．演技音声

は自発対話音声の発話テキストの中から感情が表出されて

いる発話を選択し，プロの俳優 4名（男性 2人，女性 2人）

が感情を込めて発声した音声を収録している．発話には受

容（ACC），怒り（ANG），期待（ANT），嫌悪（DIS），恐

怖（FEA），喜び（JOY），悲しみ（SAD），驚き（SUR），

以上 8種類の感情ラベルが付与されている．発話者は感情

の強度を変えて 4種類の音声を収録した．強度はそれぞれ

感情を含まない平静状態（レベル 0）と弱（レベル 1），中

（レベル 2），強（レベル 3）である．発話者 1名につき 664

発話，計 2656発話を収録している．

本実験では OGVCに定義されている 8種類の感情音声

と平静状態の音声を実験データとする．感情音声に関して

は同じ発話内容で感情の強度のレベルが 4段階あるので，

強度のレベルごとに感情の影響をそれぞれ確認する．テス

トデータは男性 1人，女性 1人がそれぞれ収録した音声を

合わせて 1つのデータとする．各感情それぞれ 40発話を

テストデータとして用いる．

ボトルネック構造ディープニューラルネットワークの学
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表 1 実験条件-CSJ モデル

Table 1 Experimental conditions - CSJ model.

音声特徴量 LDA-MLLT (40 次元)

音響モデル CSJ コーパス

言語モデル OGVC 664 発話

発音辞書 OGVC 367 語

表 2 実験条件-CSJ/MLLR モデル

Table 2 Experimental conditions - CSJ/MLLR model.

音声特徴量 LDA-MLLT (40 次元)

音響モデル MLLR 適応 CSJ コーパス

言語モデル OGVC 664 発話

発音辞書 OGVC 367 語

適応学習データ テストデータ

表 3 実験条件-CSJ/BNF モデル

Table 3 Experimental conditions - CSJ/BNF model.

音声特徴量 LDA-MLLT Tandem 特徴量（42 次元）

音響モデル CSJ コーパス + Tandem アプローチ

言語モデル OGVC 664 発話

発音辞書 OGVC 367 語

学習データ 1328 発話

入力次元数 440 次元 (40 次元× 11 フレーム)

HMM 状態数 3481

ネットワーク構造 Input:1024:1024:1024:1024:42:1024:HMM

習にはテストデータに使われない，残りの男性 1人，女性 1

人の音声データを用いる．今回の実験では主に感情音声の

音響的な特徴の差によるモデルへの影響を確認するため，

言語モデル，発音辞書に関しては OGVCデータを用いて

作成した．８感情×４段階（平静，弱，中，強）のテスト

データ全てに対して実験を行う．それぞれのモデルの条件

は表 1, 表 2, 表 3に示す．

4.2 実験結果

実験結果を図 2から図 6に示す．図 2は感情の入ってい

ない平静音声，図 3,4,5はそれぞれ感情レベルが１,2,3の音

声をテストデータとして用いた．図 6は 4段階レベルの全

ての平均を示している．縦軸はWER (Word Error Rate)

を表す．

図 2より，平静音声の認識に関しては全てのモデルで音

響モデルとマッチしているため平静音声の認識ではそれぞ

れのモデルで大きな差は見られなかった．図 3以降の感情

を含む音声の認識結果は感情の強度が強くなっていくほど

認識精度は低下した．感情に対しての処理を施していない

CSJモデルは感情に強い影響を受け，最も認識精度が低い

結果になった．今回は言語モデル，辞書が小さく音響モデ

ルの性能がそのまま結果に現れている．特に叫び声の多い

SURや FEAのデータでは特に低い精度になっている．感

図 2 平静状態音声の認識結果 (WER)

Fig. 2 Neutral speech recogniton results (WER) .

図 3 弱い感情音声の認識結果 (WER)

Fig. 3 Weak emotional speech recognition results (WER) .

図 4 中程度の感情音声の認識結果 (WER)

Fig. 4 Middle emotional speech recognition results (WER) .

情に対して適応学習を施した，CSJ/MLLRモデルは CSJ

モデルと比べて良い結果を認識結果を示した．これは入力

音声とフィットした感情を適応データとして用いたためだ

と考えられる．CSJ/BNFモデルでは多くのテストデータ

で最も良い認識精度を示した．また認識の難しい叫び声の

多いデータも他と比べて良い結果を示している．これは感

情の揺れによって判別しにくくなっている音声からでもう

まく特徴量を捉えることができたのではないかと考えられ

る．感情の強度ごとに平均をとると，CSJ/BNFモデルが

最もよく感情音声認識に対して優れたモデルだといえる．
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図 5 強い感情音声の認識結果 (WER)

Fig. 5 Strong emotional speech recognition results (WER).

図 6 感情音声のレベルごとの認識結果の平均 (WER)

Fig. 6 Average of each level emotional speech recognition re-

sults (WER).

5. まとめ

感情音声に対して CSJ モデル，CSJ/MLLR モデル，

CSJ/BNFモデルをそれぞれ用いて感情音声の認識を行っ

た．CSJモデルの結果から感情音声に対して，特別な処理

を施さない場合音声認識結果は著しく低下してしまうこと

が確認できた．また感情が強くなればなるほど，認識精度

は低下する事を確認できた．感情音声に対する音響的な解

決手法として適応モデルの作成は効果を確認できた．

MLLR適応は話者適応以外にも感情に適応させることで

認識結果がよくなるということが言える．しかし今回の感

情適応モデルは感情が一致するように作られているため，

複数の異なる感情が入力された場合，良い結果を示すこと

ができるとは限らない。

音声認識の結果からボトルネック特徴量を用いた

CSJ/BNF モデルは感情音声認識に対して有効な手段だ

といえる．ボトルネック構成のディープニューラルネッ

トワークは８種類の感情音声と平静音声を学習データと

し、音素をターゲットとして学習した．その結果，テスト

では多くの感情音声，平静音声の結果が他２つのモデルを

上回った．音素をターゲットに感情音声の特徴量を入力す

ることで，ボトルネック特徴量には音素の本質的な特徴を

表現できた可能性がある．ボトルネック構成のディープ

ニューラルネットワークに感情音声を学習に使用すること

で全ての感情音声に対して有効なネットワークを作成する

ことができた．また感情音声の認識精度向上が確認できた．
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