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1 はじめに
確率的文脈自由文法 (Probabilistic Context Free

Grammar: PCFG) に潜在変数の推定を導入し
た句構造解析法である PCFG-LA(PCFG-Latent
Annotation)[6, 14] は，通常の PCFG と比較して構
文構造の推定を高精度に行うことができる．しかし
解析アルゴリズムの性質上，文によっては解析に失敗
してしまい，構文木を生成することができない場合が
ある．
本稿ではこの欠点を克服するために，通常のPCFG-

LA解析法に対して 3つの改良を加える．具体的には，
段階的な解析法が失敗した際の途中結果の出力，未知
の構造に対する頑健性向上に向けた単語生成確率の補
間，アンダーフローを予防する確率のスケーリングを
提案する．
内部評価実験として，既存のPCFG-LA構文解析器

に対して構文解析精度と失敗した事例数の比較を行っ
た．この結果，提案法を加えたアルゴリズムでも既存
の解析器と同等の構文解析精度を実現でき，さらに解
析失敗がほとんど発生しないことが分かった．また各
構文解析器の出力を機械翻訳に用いた外部評価実験で
は，既存の構文解析器よりも高精度な翻訳結果を生成
できることが分かった．1

2 PCFG-LA構文解析
2.1 構文解析法

英語の単語「a」と「the」は文法上は限定詞「DT」
として分類される．これらの単語は使用される文脈が
異なるため，構文解析においても異なる確率分布を持
つようなモデルを使用するのが適切であると考えられ
る．しかし通常の PCFGでは，これらを同一の文法
タグ「DT」上の単語として扱うため，単語の使用さ
れる文脈に関する情報はモデルから失われてしまう．
PCFG-LAではこの現象を取り扱うために，各文法タ
グを文脈の情報を使用してより細かい潜在クラスに
分割し，生成されたクラスが独立した確率分布を持つ
ような構文解析モデルを構築する [6]．潜在クラスを
推定する方法は様々であるが，現在最も普及している
Petrovらの手法 [14]では，各文法タグの潜在クラス

1本稿のアルゴリズムはオープンソースの句構造解析器 Ckylark
として公開している．

http://odaemon.com/?page=tools_ckylark

の推定を EMアルゴリズムで段階的に行う．これによ
り，元の文法タグを根とする木構造で表現されるよう
な潜在クラスの階層関係が得られる．この手法では階
層関係が深くなるごとに潜在クラス数が指数的に増加
する．PCFGの探索アルゴリズムは潜在クラス数の多
項式に比例する計算量であるため，最も細かい単位の
潜在クラス集合を直接使用して構文解析を行うのは現
実的ではない．このため，計算量の小さい荒い単位の
潜在クラス集合から解析を始め，この結果を用いて枝
刈りを行うことで全体的な計算量の削減を行う．この
ような解析手法は Coarse-To-Fine解析と呼ばれる．

2.2 構文解析失敗の原因

PCFG-LAは通常の PCFGに比べて高い精度で文
の構文構造を推定できるが，アルゴリズムの性質上，
正常に構文解析を実行できる保証はなく，一定の割合
で解析に失敗してしまう可能性がある．これには次の
ような理由が存在する．

Coarse-To-Fine解析の枝刈り失敗 Coarse-To-
Fine解析において，特定の閾値 ϵを用いて，構
文木に特定のパスが生成される確率が ϵ を下回
る場合に次回の探索候補から除外する枝刈りを
行う．この際に解析に最低限必要なパスを全て
除外してしまう可能性があり，次回以降の構文
解析で構文木を生成できなくなってしまうこと
がある．

モデルと解析対象の不整合 構文の破綻した文を解析
しようとする場合，モデルの元となった学習デー
タに全く含まれないようなルールが必要となる場
合があり，このような場合に構文解析が失敗して
しまうことがある．この問題に対しては学習時に
確率分布の平滑化を行う [14]ことでモデル自体が
ある程度対応することができるが，記録するべき
ルールの数が膨大となる．このため，学習時では
なく解析時に平滑化を行うことで，モデルに記録
されていないルールを補完することが考えられる．

結合確率のアンダーフロー 構文解析結果の結合確率
は，解析対象の単語数が増加するに従って指数的
に減少する．これが浮動小数点数の扱える指数部
の限界を超えると確率が 0となってしまい，正し
い解析結果が得られなくなる．この問題の解決に
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Algorithm 1 Coarse-To-Fine解析の中断
T−1 ← nil

S0 ← {} ▷ 探索を無視する条件の集合
for l← 0 .. L do ▷ L段の Coarse-To-Fine

Tl, Sl+1 ← parse_and_prune(w, l, Sl)

if Tl = nil then ▷ 解析に失敗
return Tl−1 ▷ 前回の解析結果を返す

end if
end for
return TL ▷ 最終段の解析に成功

は計算に対数確率を使用し，確率の積を和に，和
を logsumexpに置き換える方法がある．しかし
logsumexpは積や和に比べて計算コストの大きい
処理であり，頻繁に使用すると実行速度の低下を
招く．

枝刈りの失敗はPCFG-LAに特有の問題であり，こ
れ以外の 2点は PCFGに基づく手法に普遍的な問題
である．これらの問題を解決するために，基本とな
るPCFG-LA解析法に加えて，次節に示す修正を導入
する．

3 構文解析モデルの修正

3.1 Coarse-To-Fine解析の中断

Coarse-To-Fine解析は最終段の構文解析結果を最終
的な出力とするが，途中の段階でも構文木を生成する
ことが可能である．このため，ある段階で解析に失敗
し，これ以降構文木を生成できないことが判明した場
合，それ以前の解析結果を代わりに出力することが考
えられる．具体的なアルゴリズムをアルゴリズム 1に
示す．これにより，モデルの問題で最初の段階で解析
失敗する場合を除けば正しい解析結果を得ることがで
きるようになる．

3.2 単語生成確率の補間

記号「(」は通常「)」と一組で句を形成するが，図
1(a)のように単体で出現すると適用可能なルールが存
在せず，解析に失敗してしまう可能性がある．ここで
(b)のように「(」をある一定の割合で未知語として扱
うことにより，想定外の文脈で単語が使用された場合
にも解析を行うことができるようになる．
これを実現するために，全ての単語の生成確率に対

して式 (1)に示す補間を用いて僅かに未知語の確率を
導入する．λは補間係数であり，本来の単語生成確率
への影響を抑えるために非常に小さい値を設定する．
本稿の実験では λ = 10−10 を使用した．

P ′(X → w) ≡ (1− λ)P (X → w) +

λP (X → wunk) (1)

図 1: 未知語確率による平滑化

3.3 確率のスケーリング

確率の計算を対数で置き換えずに長い文の解析を可
能とするためには，モデルの確率を適切に操作するこ
とで見かけ上の値を 1に近付け，アンダーフローを発
生させにくくすることが考えられる．つまり，モデル
の確率をそのまま使用するのではなく，式 (2)～(4)に
示すようなスケーリングを行った関数 Qを計算に使
用する．Qは確率分布ではないが P の順序性を維持
しており，最終的な解析結果が同等となることが保証
される．

Q(X → w) ≡ P ′(X → w)/sl(w) (2)

Q(X → Y ) ≡ P (X → Y ) (3)

Q(X → Y Z) ≡ P (X → Y Z)/sg (4)

単語生成確率 P (X → w)に対応するスケーリング
係数 sl(w)は生成単語wにより決まる定数である．本
稿では式 (5)に示す単語生成確率の親文法要素に関す
る幾何平均を使用した．一方，二分ルール生成確率
P (X → Y Z) に対応するスケーリング係数 sg はモ
デル全体で一意な値であり，式 (6)に示す全てのルー
ル生成確率の親文法要素に関する幾何平均とした．こ
れらの式に現れる確率 P (X)はの計算は自明ではない
が，モデル上のグラフ伝播に基づくアルゴリズムによ
り近似的に求めることができる [12]．

sl(w) ≡ exp
∑
X

P (X) logP ′(X → w) (5)

sg ≡ exp
∑
X

P (X)H(X) (6)

H(X) ≡
∑
Y,Z

P (X → Y Z) logP (X → Y Z)(7)

図 2 に示す単語生成確率の例では，w に対するス
ケーリング係数 sl(w)は 1/4となる．二分ルール生成
確率の場合，スケーリング係数は図 2のP (Xi → w)を
expH(Xi)で置き換えたものと考えることができる．

4 評価実験

4.1 実験の概要

提案した解析法を評価するために，既存の PCFG-
LAを用いた構文解析器と解析精度の比較を行った．ま
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図 2: 単語生成確率の例とスケーリング係数

表 1: データセットの概要
種別 文数 単語数

En Ja
WSJ-train/dev 41.5 k 990 k —
WSJ-test 2.42 k 56.7 k —
NTCIR-train 3.08 M 99.0 M 117 M
NTCIR-dev 822 28.6 k 33.5 k
NTCIR-test 1.38 k 44.3 k 52.5 k

た，各解析結果を Tree-To-String翻訳 [2]への適用し
た場合の翻訳精度の比較を行った．Tree-To-Stringは
原言語の構文木を用いて目的言語の文を生成する機械
翻訳の手法であり，翻訳結果の精度は構文解析に依存
する．

4.2 比較対象

本稿で示す手法はCkylarkの一部として実装したた
め，以降は提案法の名称として Ckylarkを用いる．
比較対象とした解析器は Berkeley Parser[14] と

Egret2 である．Berkeley Parser は基本的な PCFG-
LAにいくつかの高速化や最適化を追加した解析器で
ある．Egretは PCFG-LAによる解析に加えて構文解
析森を出力可能であるため，森を用いた機械翻訳 [7]
の前処理として使用されることがある．

4.3 データセット

構文解析モデルの学習には Penn Treebank[5] の
WSJ データセットのうち，セクション 2 から 22 を
用いた．また構文解析精度の測定には同データセット
のセクション 23を使用した．機械翻訳のデータセッ
トとしては，NTCIR[1, 16]の特許英日翻訳タスクの
データから 80単語以上の文を除いたものを使用した．
表 1に各データの文数及び単語数を示す．
また，各コーパスは構文解析と機械翻訳に入力する

前に単語分割が行われている必要がある．英語の単語
分割は Stanford Tokenizer 3 に準拠した手法で行った．
日本語の単語分割は KyTea[9]で行った．

4.4 実験結果

4.4.1 構文解析精度・品詞推定精度

WSJの学習データを使用し，Berkeley Parserの学
習器により PCFG-LAの構文解析モデルを構築した．

2https://sites.google.com/site/zhangh1982/egret
3http://nlp.stanford.edu/software/tokenizer.shtml

表 2: 各ツールの構文解析精度
ツール F1 (all) F1 (|w| ≤ 40)

Berkeley Parser 89.98 90.54
Egret 89.05 89.70
Ckylark (10−5) 89.44 90.07
Ckylark (10−7) 89.85 90.39

表 3: 各ツールの品詞推定の正答率
ツール Acc (all) Acc(|w| ≤ 40)
Berkeley Parser 97.39 97.37
Egret 97.33 97.28
Ckylark (10−5) 97.37 97.35
Ckylark (10−7) 97.39 97.38

また，Egret及び Ckylarkでは Berkeley Parserの学
習結果から生成されたモデルを使用した．これにより
同じモデルによる解析精度を測定する．
構文解析は Intel Core i7-3770(3.40GHz, 4コア, キ

ャッシュ8MB)，及び 4GBのRAMを搭載したDebian
7.1マシン上で実行した．いずれのツールも実行スレッ
ド数は 1である．
表 2に，WSJ-testデータに対して生成された構文

木の参照木に対する Bracketing F1値 4を示す．また
表 3に品詞推定の正解率を示す．テストデータの単語
数によって解析結果の特徴が変化するため，全データ
を用いた結果と 40語以下のデータのみを用いた結果
の両方を示す．Ckylarkによる実験結果は，枝刈りの
閾値を 10−5 及び 10−7 の 2種類について示す．これ
らの結果より，Ckylarkの閾値を 10−7 とした結果で
は，構文解析と品詞推定において Berkeley Parserと
ほぼ同等の性能となっている．

4.4.2 実行速度

表 4に各ツールによるWSJ-testデータの解析時間
を示す．枝刈りの閾値を小さくすると探索範囲が大き
くなるため構文解析にかかる時間が増加するが，これ
はCkylarkの閾値ごとの実行時間の比較からも明らか
である．またいずれの設定でもCkylarkは Egretより
も高速，かつ高精度に解析できていることが分かる．
Berkeley Parserは全ての設定の中で最も高速である
が，これはCkylarkに実装されていない最適化手法が
多数適用されているためであり，これらをCkylarkに
も導入すれば更なる高速化と高精度化が可能であると
考えられる．

4.4.3 解析失敗の頻度

表 5 に，WSJ-test 及び NTCIR-train の各データ
に対して構文解析の失敗が発生した数を示す．WSJ-
testではいずれの構文解析器も失敗はなかった．一方
NTCIR-train では Berkeley Parser で 0.01%，Egret
で 0.5%の頻度で構文解析に失敗し，構文木を出力す
ることができなかった．CkylarkはNTCIR-trainにお

4http://nlp.cs.nyu.edu/evalb/
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表 4: 各ツールの実行速度
ツール 実行速度
Berkeley Parser 278
Egret 3378
Ckylark (10−5) 923
Ckylark (10−7) 2157

表 5: 各ツールの解析失敗数とその割合
失敗文数

ツール WSJ-test NTCIR-train
(#) (%) (#) (%)

Berkeley Parser 0 0 419 0.0136
Egret 0 0 17287 0.561
Ckylark (10−5) 0 0 0 0

いても解析失敗が発生しなかった．このことから，本
稿で導入した修正が解析失敗の抑制に効果的であるこ
とが分かる．
失敗要因としては Coarse-To-Fineの枝刈り失敗に

よるものが最も多く，逆にモデルの不整合によるもの
はほとんど発生しなかった．これはコーパス自体が比
較的整合性の高い文で構成されているためと考えられ，
よりノイズの多い文を解析しようとする場合はモデル
の不整合を抑える平滑化が有効に働くと考えられる．

4.4.4 機械翻訳への適用

NTCIRの各データに対する構文解析結果を使用して
Tree-To-String翻訳器の構築と性能測定を行った．ここ
で，各ツールが解析に失敗した文に関しては Stanford
Parser[4] 5による解析結果で補完し，全ての文に対す
る構文木が揃った状態で学習を行った．Tree-To-String
翻訳器として Travatar[8]を使用した．前処理として
必要な単語アライメントには Nile[13]，目的言語の言
語モデルには SRILM[15] による 5-gram モデルを使
用した．NTCIR-trainを翻訳ルールの抽出に使用し，
生成されたルール集合はNTCIR-devを参照訳として
MERT[10]により最適化した．
表 6に，各翻訳器のNTCIR-testに対する翻訳結果

の自動評価尺度による評価値を示す．尺度としては標
準的に使用される BLEU[11]と，英日翻訳のような語
順の大きく異なる言語対に対して有効な RIBES[3]を
使用した．この結果から，Ckylarkによる解析結果が
BLEUに関して既存のツールよりも高い翻訳精度を達
成しており，また RIBESにおいては Egretと同等程
度の性能であることが分かる．

5 おわりに
本稿で提案したPCFG-LA句構造解析の探索法に対

する 3種類の改良により，既存のツールで問題であっ
た解析失敗をほとんど発生させずに句構造解析を行

5Stanford Parser は PCFG-LA と異なる手法を用いており解
析精度はやや劣るが，A*探索を導入することにより構文木を必ず
生成することが保証される．ただし，この探索法を PCFG-LA に
適用するのは容易ではない．

表 6: 各ツールによる解析結果を用いた翻訳器の評価
ツール BLEU % RIBES %
Berkeley Parser 39.38 78.93
Egret 39.49 79.17
Ckylark (10−5) 39.73 79.16

うことが可能となった．今後の課題としては，既存の
ツールで用いられる最適化法の適用やプログラムの効
率化により，より速く精度の高い句構造解析器を開発
することが挙げられる．
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