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1 はじめに
統計的機械翻訳 (Statistical machine translation;

SMT) の主な翻訳方式は，対象の言語間で得られる
対応関係から翻訳モデルを学習し，目的言語側の言語
モデルなど様々な統計モデルを用いることで，入力さ
れる原言語文を自動的に翻訳先の目的言語文に変換す
るというものである．SMT において，翻訳の精度は
学習に用いる対訳データの量に大きく依存することが
報告されている [1]．しかし，大規模な対訳データを
用いて翻訳モデルを学習する際，大量の時間を要する
という問題がある．これは，SMT を研究または開発
する上で，効率を下げる要因となる．また，大規模な
データで学習した統計モデルはサイズも大規模になる
ため，翻訳システムを搭載するデバイスにサイズの制
限がある場合は，統計モデルのサイズを小規模化させ
る必要もある．
学習に用いる対訳データを選択的に小規模化させる

ことで，学習時間の短縮とモデルサイズの縮小に取り
組む研究がなされている [2, 3, 4]．Bilingual Sentence
Selection (BSS) タスクと呼ばれ，SMT システムを学
習させるために利用できる全文対から，最適な文対を
選択してくる問題とされている．
Gascó らは n-gram に着目して対訳データを選択す

る手法 [4] を提案している．学習データ中で低頻度な
n-gram を多く含む文を，対訳データから選択して学
習データに追加していく方法である．そして，SMT
の代表的な翻訳方式であるフレーズベース機械翻訳
(Phrase-based machine translation; PBMT)[5] を用
いた英語から仏語への翻訳で，その効果を報告してい
る [4]．しかし，n-gram という局所的な単語間の関係
性だけを考慮している手法なため，構文情報を利用し
た翻訳方式に対しては構文解析誤りや不当な翻訳規則
の学習を招く可能性もある．さらに，英語と日本語の
ように語順が大きく異なる言語間では，n-gram とい
う局所的な情報だけでは語同士の関係性を捉えること
はさらに困難である．
そこで本稿では，英語と日本語のように語順の大き

く異なる言語間に対して，翻訳精度の維持と翻訳モ
デルの学習時間の短縮を図って構文構造を利用した対
訳データ選択手法を提案する．特に，原言語側の構文
情報を利用して対訳データを選択する方式である．結
果として，方式の大きく異なる２つの翻訳方式で実験
し，特に構文情報を用いた翻訳方式に対して提案法は
Gascó らの選択方法やランダムな選択よりも，翻訳精
度の面で効果的に機能することを確認した．さらに，
それに伴う翻訳モデルの学習時間やサイズの評価と，
選択したデータを分析したので報告する．

2 対訳データ選択
対訳データの選択に関する先行研究として，異なる

サブデータそれぞれに対して重みを付与することで学
習に用いるデータを選択する手法 [3] や，翻訳される
文に従って重み付けされるよう異なるサブモデルを生
成し，このモデルを利用した対訳データ選択手法 [6]
などが提案されている．ただし，特定のドメインにお
ける実験だけで提案法の効果を示している．つまり，
実環境としてどのような場面で用いられるか特定でき
ない場合や，様々なドメインで構成される学習データ
の場合，性能が向上するとは一概に言い切れない．

2.1 n-gramに基づく対訳データ選択手法
Gascó らはオープンドメインなデータに対する対

訳データ選択手法 [4] を提案し，その効果を示して
いる．具体的には，Gascó らの低頻度 n-gram 補完
(Infrequent n-gram recovery) は，学習データにあま
り含まれていない n-gram を多く含む文を選択する手
法である．学習データの情報量を向上させる文を選択
することを目的としている．また，PBMTは語の系列
を利用して翻訳モデルを学習するため，様々な n-gram
を含む学習データを得ることは，翻訳規則の多様性を
向上させることに繋がる．
対象の対訳データの各文対にスコアを付与し，値の

高い文対から順に選択していくことで学習データを得
る．各文対へのスコア i(f) は式 (1) で計算される．

i(f) =
∑

w∈Xd(f)

min(1,N(w))max(0, t− C(w)) (1)

ここで，Xd(f)はスコア付与対象の原言語文 f に含ま
れる長さ d 以下の n-gram 集合で，w は Xd(f) の一
要素である．そして，N(w) は f における w の出現
回数で，C(w) は学習データにおけるw の出現回数で
ある．t は学習データ中に含まれる n-gram の出現回
数の閾値を表す．式 (1) の計算方法によって対訳デー
タの各文対にスコアを付与し，スコアが最も高い文対
を学習データに追加する．そして，学習データ中に含
まれる n-gram の情報を更新し，式 (1) によって残り
の対訳データのスコアが再計算される．この処理を選
択する文対の数に応じて繰り返すことで，対訳データ
から学習データを選択的に得られる．

2.2 低頻度 n-gram 補完の問題点
Gascóらの低頻度 n-gram 補完は，学習データに含

まれない n-gramが多く含まれる文に高いスコアを付
与するため，含まれる単語数が多い文ほどスコアが高
くなる確率も上がり，結果的に長い文が選ばれやすい
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図 1: 構文木 (a) と部分木 (b) の例

傾向にある．長い文ばかり選択されてしまうと，単語
アライメントなどの後段の処理に悪影響を及ぼす可能
性もある．我々は予備実験でこのような問題を確認し
たため，文 f に対して計算されるスコアは文に含ま
れる単語数に依存することから，式 (1) を文長 X1(f)
で正規化した式 (2) を新たに定義する．

i(f) =

∑
w∈Xd(f)

min(1,N(w))max(0, t− C(w))

X1(f)
(2)

式 (2) でスコアを計算することで，長い文に不当に高
いスコアが付与されることを防ぐことが可能になる．
しかし，このように補正しても依然として課題が残

る．Gascó らは翻訳方式として PBMT に対する効果
のみを示しており，統語ベース機械翻訳に対しても効
果的であるとは言い切れない．統語翻訳に有用であり
ながら n-gramで捉えられない情報の一例を図 1(a)に
示す．この場合，Gascó らが提案するように n-gram
を 3-gram まで拡張しても，“put together” という高
頻度な句動詞の関係性が考慮されていない．

3 構文構造に基づく対訳データ選択
構文情報を利用した Tree-to-string (T2S) 翻訳や

Forest-to-string (F2S) 翻訳があり，文法が大きく異
なる言語間では高い精度を誇っている [7]．これらの手
法は学習に用いる対訳データの原言語文に含まれない
構造を翻訳規則として学習できない．つまり，様々な
構造を含んだ学習データを用いることで，翻訳モデル
も多様な規則を学習できることになる．そこで，多様
な構造を利用するために対象の原言語文の構文情報に
着目する．特に，構文構造内の局所的な関係性から大
域的な関係性まで捉えるために，構文木内の内部ノー
ドの異なる部分木を n-gram の代わりに利用する．
図 1 に示す構文木ついて説明する．Gascóらの手法

は離れた場所に位置する単語間の関係を捉えることが
困難であったが，図 1 の (a) から内部ノード数 4 の部
分木に着目すると，(b) に示す構造を抽出できる．つ
まり，対象の文から内部ノード数の異なる集合を順に
取り出していくことで，構文木内の多様な構文構造を
捉えることが可能になる．内部ノード数を順に拡張し
ていくと，最終的に構文木全体を表現する構造を抽出
できることになる．そして，T2S 翻訳などの翻訳手法
では “put [NP] together” という翻訳規則を学習でき
ることに繋がる．
そして，これらの部分木の集合を利用して，対訳デー

タ中の各文対に付与するスコアを計算する．式 (1) に
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図 2: 提案法の対訳データ選択手順

基づいて，対象の文 f に付与するスコア s(f) の計算
は式 (3) で求める．

s(f) =

∑
x∈Td(f)

min(1,N(x))max(0, t− C(x))

|X1(f)|+ |T1(f)|
(3)

ここで，Td(f) は文 f に含まれる内部ノード数 d 以
下の全ての部分木の集合を表し，x は Td(f) の一要
素である．また，|X1(f)| は原言語文 f の単語数を表
し，|T1(f)| は文 f 中の内部ノード数 1 の要素数を表
す．対象の原言語文の構文解析結果に，同じ構造が多
く含まれることによって不当に高いスコアが付与され
ることを防ぐために，各部分木は対象文中で一回のみ
出現を許す．以上の提案法を適用した対訳データ選択
処理の流れを図 2 に示す．

4 実験
対訳データ選択手法を適用した学習データを用いて，

方式の異なる翻訳方式それぞれに対して実験した．

4.1 実験条件
実験に用いた対訳データは特許コーパスNTCIR-7,8

の PatentMT[8, 9] で約 3M 文対，チューニングデー
タとテストデータは NTCIR-7 の PatentMT の約 1k
文対を利用して，英語から日本語への翻訳を実験し
た．翻訳方式として，Moses[10] に実装されているフ
レーズベース機械翻訳 (PBMT) と，Travatar[11] に
実装されている複数の構文木から単語列へと変換する
F2S 翻訳を実験に用いた．上記それぞれの翻訳方式に
対して，従来法であるGascóらの低頻度 n-gram補完
(Baseline)と，ランダムな対訳データ選択 (Random)，
そして提案法 (Proposed) による選択手法をそれぞれ
適用したデータで学習した．従来法のスコア計算方法
に式 (1) を適用した場合，翻訳精度が低下し，学習時
間を大幅に要したため，式 (2) を用いて閾値 t は 1 で
実験した．そして，提案法のスコア計算式 (3) に関し
て，閾値 tを 1に固定し，内部ノード数 dは実験的に 5
に設定した．ただし，学習データについて，100%を全
対訳データとして，50%，25%，12.5%，6.3%，3.1%，
1.6% の順に小規模化させて実験した．
英語側の単語分割には Stanford Parser[12] を，そ

して日本語側の単語分割には KyTea[13] を利用した．
また，原言語である英語の文に対して用いる構文解
析器は Egret[14] を利用した．そして，各手法におい
て対訳データ間のアライメントを取るツールとして，
GIZA++[15]を利用し，目的言語である日本語の言語
モデルは IRSTLMを用いて 5-gramで学習し，各素性
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図 3: 各選択手法を適用した場合の BLEU
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図 4: 各選択手法を適用した場合の RIBES

の重みは BLEU が最大となるようにMERT[16] を用
いて調整した．評価した項目は，翻訳方式と対訳デー
タ選択手法それぞれを組み合わせた場合の翻訳精度と，
翻訳モデルの学習時間，そして，学習した翻訳モデル
のサイズである．翻訳精度の評価には，BLEU[17] と
RIBES[18] の２つの自動翻訳評価尺度を用いた．ただ
し，MERT を用いたチューニングにはランダム性が
あるため，[19] に従って 3度のチューニングを行い，
BLEU と RIBES はその平均値を算出した．

4.2 翻訳性能と学習時間
翻訳方式に対する対訳データ選択手法の関係性とし

て，翻訳性能と学習時間の実験結果について述べる．
まず翻訳性能に関して，PBMT と F2S に対して各選
択手法を適用した学習データ量別の BLEU を図 3 に
示す．BLEU で測った場合，両翻訳方式において対訳
データ選択手法別の翻訳精度に有意な差はほとんどな
かった．しかし，ランダム選択とは異なり，提案法と
従来法をF2S翻訳に利用した場合，全対訳データを用
いるより 50% のデータで精度の向上を確認した．さ
らに，RIBES で評価した結果を図 4 に示す．各学習
データ量毎に近い結果となっている部分も存在するが，
50% に小規模化したデータで学習した F2S の翻訳精
度は，提案法が有意な差で高い結果となった．つまり，
提案法で選択した 50% の学習データを F2S に利用し
た場合，両翻訳評価尺度で精度の向上を確認した．し
かし，小規模なデータで学習した場合，提案法と従来
法はランダム選択より若干低い精度となったが，どの
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図 5: F2S の翻訳モデル学習時間と RIBES の関係

表 1: 学習データのサイズ別平均文長
文対数

言語
平均文長

(%) 提案法 従来法 ランダム

2.8M En 29.3
(100%) Ja 34.7
1.4M En 32.5 29.6 29.3
(50%) Ja 37.8 35.9 34.6
691k En 33.6 28.5 29.3
(25%) Ja 38.9 35.6 34.6

手法も翻訳精度が大幅に低下していることから現実的
でない設定であると言える．
次に，各対訳データ選択手法を適用した学習データ

で実験した場合の，翻訳モデルの学習時間と翻訳精度
の関係について記す．F2S の翻訳モデルの学習に要し
た時間と，翻訳精度として RIBES を用いた場合の関
係を図 5 に示す．縦軸が翻訳精度 RIBES を表し，横
軸は翻訳モデルの学習時間を対数目盛で表している．
図 5 から，提案法を用いて選択したデータで学習した
場合，他の選択手法と同程度の学習時間でも，50% の
比較的大きいデータで学習した F2S は高い翻訳精度
であるとわかる．また，PBMT の場合，従来法で選
択したデータは全体的に他の選択手法よりわずかに短
い学習時間であったため，従来法は PBMT と相性が
良いと言える．

4.3 対訳データ選択の結果と分析
対訳データ選択手法によって 50% と 25% に小規模

化された学習データの詳細を表 1 に示す．選択された
データに関して，提案法は従来法やランダム選択より
も数単語多く含む傾向にあった．また，式 (2) を用い
た従来法は，ランダム選択と同じか数単語少ない平均
文長であった．
また，選択された学習データの n-gram と部分木に

着目し，テストデータに対するカバー率を調べた．50%
と 25%に小規模化された学習データのカバー率を表 2
に示す．学習データのサイズ毎に計算したが，n-gram
に関しては基本的に従来法が高いカバー率となった．
1,2,3-gram のカバー率を評価し，従来法は提案法や
ランダム選択よりも数% の差をつけて高い値となっ
た．そして，部分木のカバー率に関しては，提案法が
従来法やランダム選択より高いカバー率となった．こ
れらの結果から，n-gram に関してはテストデータの
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表 2: テストデータに対する学習データのカバー率
データ 評価項目 提案法 従来法 ランダム

100%
n-gram 83.4%
部分木 83.1%

50%
n-gram 80.2% 81.4% 79.8%
部分木 81.0% 80.8% 79.8%

25%
n-gram 76.1% 77.5% 76.4%
部分木 77.8% 77.3% 76.9%

表 3: 対訳データ選択手法別の翻訳モデルサイズ
文対数 (%) 提案法 従来法 ランダム

2.8M (100.0%) 1600MB
1.4M (50.0%) 906MB 985MB 818MB
691k (25.0%) 528MB 568MB 490MB
346k (12.5%) 301MB 317MB 267MB
173k (6.3%) 170MB 173MB 151MB
86k (3.1%) 96MB 94MB 82MB
43k (1.6%) 53MB 50MB 44MB

カバー率が高いデータで PBMT を学習してもあまり
翻訳精度に効果は期待できないが，部分木のカバー率
が高い提案法を用いた選択は F2S で学習すると翻訳
規則がテストデータを多くカバーすることに繋がり，
RIBES で測る翻訳精度を向上させることに寄与して
いることがわかる．

4.4 翻訳モデルサイズ
それぞれ異なる対訳データ選択手法を適用したデー

タで，F2S によって学習された翻訳モデルのサイズ
を表 3 に示す．結果として，ランダム選択，提案法，
従来法の順でモデルが大きくなる傾向にあったが，提
案法は従来法に比べて選択されたデータの平均文長が
長く，含まれる単語数も多かったにも関わらず，学習
データが大きくなるにつれて従来法より小さい翻訳モ
デルを得られる傾向にあった．PBMT で学習される
翻訳モデルの場合は，従来法と提案法は同じ程度のサ
イズで，わずかにランダム選択が小さい結果となった．

5 おわりに
大量の対訳データを利用して SMT システムを構築

する場合，膨大な学習時間を要すると共にモデルサイ
ズも大規模になるという問題を受けて，翻訳モデルの
学習に用いる対訳データの選択手法を提案した．そこ
で，日本語と英語のような語順の大きく異なる言語間
で大域的な単語間の関係性を捉えるために，構文情報
を利用した．特に，対象の対訳データのうち原言語側
の構文情報を用いて対訳データを選択するために，内
部ノード数の異なる部分木に着目した．結果として，
PBMT と F2S の両翻訳手法において，提案法を適用
し 50%に小規模化させた対訳データで学習しても，全
対訳データを利用するより翻訳精度が向上することを
確認した．特に，F2S で提案法は従来の方法やランダ
ムに文対を選択するより高い RIBESの翻訳精度を得
られた．さらに，学習時間やモデルサイズも他の選択
手法と同程度の結果を得られた．結論として，構文構
造を利用することは，翻訳性能に大きく寄与するだけ

でなく，対訳データ選択でも有益な情報を捉えること
が可能になると言える．
今後の課題として，提案法は構文解析の結果を利用

しているため，構文解析誤りに頑健な選択手法が必要
である．また，対訳データを小規模化させることで，
PBMT と F2S の両翻訳手法で翻訳精度の向上を確認
できたため，どの程度まで小規模化させると翻訳精度
を最大化できるのかについての検討と，精度が向上し
た原因についてさらに調査したい．
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