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1 はじめに

最先端の機械翻訳システムは年々精度が向上してい
るが、その反面システムの内部は複雑化している。こ
の複雑化の結果、システムの改良が翻訳結果に与える
影響は必ずしも事前に推測できるわけではなく、翻訳
結果を用いた評価実験によって改善すべき点を見出す
ことが広く行われている。この際、翻訳結果を一文ず
つ見ることで誤りを見つけることもできるが、その作
業は非常に労力がかかるものであり、見つけた誤りが
システム全体を大きく改善できるとも限らない。しか
し、誤り箇所の検出や、誤りに対する重要度の付与を自
動的に行えれば、システムの不得意な翻訳現象を容易
に発見でき、分析作業の効率化を図れる。
先行研究では、この自動化の第一歩として誤りを様々

な情報で分類し、それぞれの誤りを頻度順に並べる手
法が提案されている [1, 2]。翻訳結果と出力文を編集距
離でアライメントし、活用、並べ替え、単語脱落・挿
入、語彙選択などの誤り傾向を頻度付きで抽出する仕
組みである。結果一つ一つを眺める前におおよその流
れを定量化できるという意味で、有用な方法である。
しかし、誤りを単純に頻度で選択すると、誤りのリ

ストが翻訳先言語に頻繁に出現するものに支配される
という問題がある。例えば、京都フリー翻訳タスク [3]

のデータで学習した翻訳モデルに対して、出力文に含
まれながら参照文に含まれない誤った n-gram を頻度
順に並べたものを表 1に示す。表を見て分かるとおり、
頻繁に誤って出力される n-gram は、単純に頻繁にテ
キストに含まれる文字列であり、これだけではシステ
ムの特徴的な誤りを捉えることができない。
本研究では、システムの特徴的な誤りを特定する道

具として、正則化された識別言語モデル [4] を利用す
る手法を提案する。識別言語モデルは、自然な出力言
語文の特徴を捉えるように学習される通常の言語モデ
ルとは異なり、ある特定のシステムについて、起こり
やすい出力誤りを修正するように学習される。誤り分
析の観点から見ると、モデルによって学習された修正
パターンに目を通せば、システムの特徴的な誤りを発
見できると考えられる。更に、L1 正則化 [5] を学習時
に適用することで殆どの重みが 0になるようにすれば、
重要な修正パターンが更に顕著に現れる。
実験では、英日機械翻訳を題材に、識別言語モデルを

用いた誤り分析の有効性について検証した。従来法と

表 1 機械翻訳で頻繁に起こる誤り

1-gram 2-gram 3-gram

の 75 た 。 35 た 。 (終端) 35

に 60 る 。 27 る 。 (終端) 26

、 56 大学 (終端) 26 あ る 。 22

た 56 あ る 26 で あ る 18

が 54 年 （ 26 さ れ た 16

して頻度の高い誤り n-gram を、提案法として識別言
語モデルによって重み付けされた n-gram を評価者に
提示し、それぞれの n-gram がシステムの誤りを正し
く特定しているかどうかを評価した。その結果、機械
翻訳システムの誤り分析において、提案法の有効性が
示された。

2 識別言語モデル

本節では、実験に用いる識別言語モデルについて説
明する。
ある入力文のコーパス F = {F1, . . . , FK} に対
して、システム出力の n-best E = {E1, . . . ,EK}
が与えられたとする。識別言語モデルでは、Ek =

{E1, E2, · · · , EI} の中の候補に対して素性関数 ϕ(Ei)

を定義し、素性関数と重みベクトルwの内積w ·ϕ(Ei)

をスコアとして定義する。
各 n-bestの中の候補を参照文と比較し、自動評価尺
度のスコアを計算する。このスコアが最大となる文を
オラクル E∗ として選択し、E∗ のスコアが n-best 中
で高くなるように素性の重み w を学習する。

2.1 構造化パーセプトロンによる識別言語モデル
識別言語モデルの学習は構造学習の一種である。先
行研究では、構造学習の最も単純な手法である構造化
パーセプトロンを、識別言語モデルの学習において有
用な手法であると示している [6]。構造化パーセプトロ
ンでは、候補中の参照文 E∗ と、モデルによって最も大
きなスコアが振られる仮説 Ê の素性列を比較して更新
を行う。
1回の更新において、E∗ と Ê の差分を用いて w を
更新する。Ê と E∗ が等しいときは差分が 0のため更
新を行わない。重みの更新は F 全体に対して一文ごと
に逐次的に行い、反復回数や重みの収束といった終了
条件が満たされるまで反復する [4]。
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2.2 L1正則化による素性選択
本研究では、機械翻訳システムの誤り傾向をより明確

にするため、重みの学習時に L1正則化を行う。L1正則
化は、重みベクトルに対して L1ノルム ∥w∥1 =

∑
i |wi|

に比例するペナルティを与える。L1正則化を用いる時
に、重み列 w の中で多くの素性が 0となるため、識別
能力に大きな影響を与えない素性をモデルから削除す
ることが可能となる。
L1 正則化された識別モデルを学習する簡単かつ

効率的な方法として、前向き後ろ向き分割 (forward-

backward splitting; FOBOS)アルゴリズムがある [7]。
一般的なパーセプトロンでは正則化を重みの更新時に
行うが、FOBOS では重みの更新と正則化の処理を分
割し、重みの利用時に前回からの正則化分をまとめて
計算し、効率化を図る。

2.3 識別言語モデルの素性
識別言語モデルの素性として様々な情報を利用でき

るが、本研究では簡単のため、以下の 3 種類の素性を
利用する*1：

1. 翻訳仮説を生成したシステムのスコア ϕs : システ
ム出力を修正するように学習するため、学習の初
期においてシステムスコアによる順位付けが必要
である。

2. 翻訳仮説に含まれる n-gram の頻度 ϕn : n-gram

に対して重み付けをすることで、システムが出力
する誤った n-gramを捉える。

3. 翻訳仮説の単語数 ϕl : 翻訳システムが利用する評
価尺度に単語数に対する罰則がある場合、単語数
を調整するのに用いられる。

3 識別言語モデルを用いた誤り分析

本節では、提案手法である識別言語モデルを用いた
誤り分析について述べる。まず、単一システムの誤り
箇所の特定における手法を説明し、次に複数のシステ
ムを比較した際の、それぞれのシステムの不得意分野
を分析する手法について述べる。

3.1 識別言語モデルを用いた誤り箇所の特定・分析
識別言語モデルの中で、大きな重みが学習されてい

る n-gram素性は、「システムが十分に生成できていな
い n-gram」と捉えられる。逆に、低い重みが学習され
ている n-gram 素性は「システムが誤って生成する傾
向にある n-gram」と捉えられる。従って、n-gram素
性を重みの順に並べ替えて、特に大きい、または小さい
重みが学習されたものを人手で検証することで、シス
テムの誤り傾向を把握できると考えられる。
実際に評価を行う場合、注目対象となる n-gram が

システム出力に含まれていた方が分析しやすい。この
ため本研究では、特に低い重みが学習された n-gramを

*1 本研究の対象にしないが、単語 n-gram 以外に品詞や統語情
報を用いた素性を加えれば、[1] で述べられているような統語
的な誤りパターンも捉えることができる。

表 2 KFTTのデータサイズ

記事数 文数 単語数

英語 日本語

学習 14126 330k 5.91M 6.09M

devセット 15 1166 24.3k 26.8k

testセット 15 1160 26.7k 28.5k

評価対象とする。システムの特徴的な誤りを捉えてい
る手法では、低い重みが学習された n-gramを見た際、
それが実際の誤り箇所を捉えている割合が大きくなる。
代表的な n-gram の選び方として、頻度に基づく従
来法と提案法をそれぞれ用いる:

従来法： システム出力に含まれながら参照文に含ま
れない n-gram を頻度順に並べたものを代表的な
誤り n-gramとする。

提案法： 各 n-gram を識別言語モデルによって学習
された重みの順に並べ替えて、その重みが著しく
低いものを代表的な誤り n-gramとする。

実際に誤り分析を行う際、この代表的な誤り n-gram

が含まれるシステム出力を中心に調査していく。詳細
は分析の目標によるが、本研究の評価に用いた一例を
4.3節で詳しく述べる。

3.2 システム間の比較
システム開発において誤り分析を行う際、単一のシ
ステムの傾向をつかむだけではなく、システム間の比
較が用いられることも多い。
本研究では、識別言語モデルによって重み付けされ
た代表的な n-gramが、実際の誤り傾向を適切に捉えて
いるかどうかを確認するために、まず複数の翻訳システ
ムが出力した n-best から識別言語モデルを学習する。
その際に特に低い重みが付いた代表的な誤り n-gram

を誤りの種類ごとに分類し、各システムの誤り傾向を
比較する。この結果を先行研究で報告されている誤り
傾向と比較し、一致するかどうかを検証する。

4 評価実験

提案手法の有効性を検証するために、機械翻訳にお
ける実験を行った。

4.1 実験設定
京都フリー翻訳タスク (KFTT) のデータ (表 2) を
用いて英日翻訳システムを構築し、それらが出力した
500-bestリストを対象とした。
単一システムにおける実験では、システムとして

Travatar[8] に基づいて構築された forest-to-string モ
デル (f2s) を用いた。単語アラインメントは、構文
情報を用いる Nile*2で行い、英日それぞれの構文解析

*2 http://code.google.com/p/nile/
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表 3 各システムにおける、識別言語モデルを用いる

場合と用いない場合の翻訳精度

システム RIBES(dev) RIBES(test)

学習前 学習後 学習前 学習後

pbmt 0.6703 0.7821 0.6853 0.6796

hiero 0.6867 0.7744 0.6907 0.6973

f2s 0.7229 0.7699 0.7379 0.7394

に Egret*3を利用した。システム間比較では f2s に加
え、Moses[9]に基づいて構築されたフレーズベースモ
デル (pbmt) と階層的フレーズベースモデル (hiero)

を用いた。Moses の学習では、単語アラインメントに
GIZA++[10]を利用した。各モデルとも、英日翻訳で
人間の評価と高い相関を示す RIBES[11]を評価尺度と
して最適化されたものを用いた。3 種類のシステムに
おいて、断りのない限りデフォルトの設定を用いた。
識別言語モデルの学習に 2.2 節で述べた FOBOS を

利用した。反復回数を 100 回とし、n-gram 素性の最
大長を 3 とした。評価尺度として、RIBES を利用し
た。学習には、KFTTの devセットを用い、正則化係
数が 5.0 × 10−6 から 1.0 × 10−3 の範囲で testセット
の RIBESが最大となるようにモデルを学習した。

4.2 識別言語モデルの修正能力
まず、識別言語モデルが実際に有用な修正パターン

を学習できているかどうかを定量的に測るために、dev

セット、及び test セットのモデル適用後の RIBES を
測った。3 システムにおける結果を表 3 に示す。正則
化係数は、pbmt は 1.5 × 10−5、hiero は 5 × 10−5、
f2sは 1.5× 10−4 とした。
表を見ると、dev セットは精度が大きく向上してい

るが、test セットは各システムとも精度が大きく変化
していないことが分かる。この原因として、学習の主
な素性を n-gram に限定しており、学習データも比較
的少ないことが挙げられる。しかし、本研究の目標で
ある誤り分析において、未知データに対する修正能力
は本質的には重要ではなく、次節以降、誤り分析におけ
る有用性を検証する。

4.3 誤りの特定・分析における識別言語モデルの効果
本節では、低い重みが学習された素性が、システムの

特徴的な誤りを示しているかどうかを検証する。検証
の手順を次に示す。

1. 従来法と提案法によって、代表的な n-gram を順
に 100個選択する。

2. 選択された n-gram が含まれているシステム出力
文を、devセットから最大で 10文ずつランダムに
選択する。

3. 選択された文を、選択要因となった n-gram とと
もに評価者に提示する。

*3 http://code.google.com/p/egret-parser/

En rinzai school in china

Ja(Ref) 中国 に おけ る 臨済 宗

Ja(MT) 中国 に お い て 臨済 学校

Rules pp ( x0:in x1:np ) → x1 x0

in ( ”in” ) → ”に” ”お” ”い” ”て”

Eval 文脈依存置換誤り

En belonged to the tenryu-ji sect until 1905 .

Ja(Ref) 明治 38 年 （ 1905 年 ） まで は 天竜 寺 派
に 属 し た 。

Ja(MT) 1905 年 （ 明治 38 年 まで 天龍 寺 宗 に

属 し て い た 。

Rules s ( vp ( x0:vbd x1:vp’ ) . ( ”.” ) ) → x1

x0 ”。”

vbd ( ”belonged” ) → ”属” ”し” ”て” ”い”

”た”

Eval 活用誤り

図 1 実際の評価例
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図 2 代表的な n-gramの誤り箇所選択率

4. 評価者は、文中に示された n-gram が誤っている
かどうか、誤りの種類とともに記録する。

評価は英語と日本語に熟達している機械翻訳の専門
家 1 名に行ってもらった。この際、両手法を公平に分
析できるようにするため、評価文の順序を手法に依存
しないように並べ替えた。実際にシートに記録された
誤りの例を図 1に示す。
各手法における代表的な n-gram の内、システム出
力に含まれるものを上位 k 個選択した場合に、それら
の n-gram が実際に誤り箇所を捉える割合を図 2 に示
す。図を見ると、従来法では代表的な n-gram の多く
が問題のない箇所を選択していることが分かる。一方
提案法では、上位 30個程度の代表的な n-gramを選択
した際に、従来法に比べて誤り箇所を高い比率で捉え
ることが分かる。
次に、代表的な n-gramを各手法により上位 30個選
択した時、n-gramが選択する箇所の誤りの内訳を表 4

に示す。この結果から、殆どの種類の誤りに対して、提
案法が従来法に比べて高精度で捉えていることが確認
できる。特に並べ換え誤りの差が大きいが、この理由
として並べ換え誤りに着目する RIBES を評価尺度と
して利用していることが挙げられる。
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表 4 上位 30個の代表的な n-gramの内訳

誤りの種類 従来法 提案法

誤りでない 0.69 0.42

活用誤り 0.04 0.01

否定・肯定誤り 0.00 0.04

未知語 0.00 0.00

並べ換え誤り 0.01 0.09

挿入誤り 0.02 0.03

削除誤り 0.08 0.22

文脈依存置換誤り 0.07 0.11

文脈非依存置換誤り 0.08 0.08

表 5 学習によって低い重みが付与された n-gram

1-gram 2-gram 3-gram

化 −5.565 、 幕府 −7.604 氏 は 「 −8.615

伝え −5.541 職 を −7.596 は 鎌倉 時代 −8.565

者 −4.598 皇太子 と −6.554 よう に 。 −8.512

作家 −4.542 に 『 −6.551 職 を 失 −7.596

慶長 −4.531 し な −6.528 、 その 後 −7.546

識別言語モデルの学習によって低い重みが付与され
た n-gram を表 5 に示す。表を見ると、単純に頻度順
に並べた場合 (表 1) に比べ、具体的な誤り箇所の特定
に役立つ名詞や動詞なども多く含まれていることが分
かる。

4.4 システム間の比較結果
pbmt と hiero に対して前節と同様に代表的な n-

gramを上位 30個選択し、誤り分析を行った。この結
果を f2s と合わせて表 6 に示す。表を見ると、pbmt

と hieroでは、f2sに比べて活用誤りや並べ換え誤り
が頻繁に発生していることが分かる。この理由として、
フレーズベースの翻訳システムが大域的な文の構造を
翻訳に利用しないシステムであるのに対し、f2s は品
詞情報や構文情報といった統語情報を利用した翻訳シ
ステムであり、並べ替えや活用の変化などに頑健であ
ることが挙げられる。このような傾向は [12]などの先
行研究でも指摘されており、今回の提案手法で選択さ
れた誤り箇所が、機械翻訳システムの誤り傾向をつか
むのに有用であると考えられる。

5 まとめ・今後の課題

本研究で、識別言語モデルの誤り分析の道具として
の可能性について調べた。その結果、単純に頻度の高
い誤り n-gramを調べるよりも、識別言語モデルによっ
て学習された重みを用いた方が、システムの特徴を捉
える上で有効であると示した。
今後、提案法に基づいて翻訳モデルを修正した場合

に、翻訳精度にどのように影響を与えるか検証する。

表 6 3つのシステムにおける誤りの内訳。太字は最も

良いシステムより 0.05以上悪い精度を示す。

誤りの種類 pbmt hiero f2s

誤りでない 0.25 0.44 0.42

活用誤り 0.07 0.09 0.01

否定・肯定誤り 0.00 0.02 0.04

未知語 0.00 0.00 0.00

並べ換え誤り 0.19 0.24 0.09

挿入誤り 0.02 0.01 0.03

削除誤り 0.15 0.11 0.22

文脈依存置換誤り 0.09 0.08 0.11

文脈非依存置換誤り 0.23 0.02 0.08
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